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PRESENTA:

ALEJANDRA XOCHITL HERNÁNDEZ DÁVILA
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Al Dr. Hugo Adán Crúz Suárez por la paciencia y el tiempo dedicado a
pesar de todas sus ocupaciones.

Al Dr. Francisco Solano Tajonar Sanabria, a la Dra. Hortensia Josefina
Reyes Cervantes y al Dr. Victor Hugo Vázquez Gevara por el tiempo e interés
prestado a esta tesis

ii



No basta dar pasos que un d́ıa puedan conducir hasta la meta,
sino que cada paso ha de ser una meta,

sin dejar de ser un paso.
(Johann P. Eckermann)

iii
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Introducción

Una alternativa para reducir los riesgos financieros que sufren las empre-
sas ocasionados por la inestabilidad económica en México son los instrumen-
tos derivados, estos son contratos financieros los cuales otorgan derechos y
obligaciones para las partes que los celebran, un ejemplo son las opciones,
las opciones son contratos que otorgan a su poseedor el derecho pero no la
obligación de vender (o comprar) un número espećıfico de acciones o fracción
en un determinado tiempo.

En este trabajo se estudiarán dos modelos para valuar opciones financieras
de tipo Europeas y Americanas, uno de ellos es el modelo Binomial. El Mo-
delo binomial de Cox-Ross-Rubinstein es un modelo a tiempo discreto que
consiste en constrúır un árbol binomial en el que se representan las posibles
trayectorias que puede seguir el precio de las acciones subyacentes y deter-
minar el precio de opciones tanto americanas como europeas.

El siguiente modelo que se estudiará es el modelo de Black-Scholes, este
modelo propuesto por Fischer Black y Myron Scholes es utilizado para esti-
mar el valor de una opción de tipo europea (put y call), en este caso sólo se
consideran acciones que no pagan dividendos.

En primer lugar se hará una revisión bibliográfica de conceptos básicos
en matemáticas financieras, por ejemplo, opciones de compra y venta de
tipo americanas y europeas. Posteriormente se demostrará la existencia del
movimiento Browniano mediante el Teorema de extensión de Kolmogorov.
En el segundo Caṕıtulo se describe el modelo binomial para valuación de
opciones put y call de tipo americanas y europeas para uno, dos y n perio-
dos. Después, en el Caṕıtulo 3 se definirá el modelo de Black-Scholes y se
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demostrará la convergencia del modelo binomial a éste, se presentan ejemplos
del modelo binomial y su convergencia al de Black-Scholes aplicado a tres
empresas mexicanas (TELMEX, CEMEX y Genomma Lab Internacional) en
el Caṕıtulo 4.

En el Caṕıtulo 5 se introduce el modelo ARMA empleado para la predic-
ción de series de tiempo (procesos estocásticos) estacionarios, se describen
los procesos autorregresivos (AR) y de medias (o promedios) móviles (MA),
en el Caṕıtulo 6 se describe el modelo ARIMA (que es una extensión del
modelo ARMA) para series no estacionarias. Finalmente en el Caṕıtulo 7 se
presenta tres análisis de series de tiempo utilizando el modelo ARIMA de
acuerdo con una serie de tiempo lineal.

El estudio de series de tiempo en finanzas, en particular el análisis del
precio de las acciones empleando el modelo ARIMA, tiene como objetivo
obtener una herramienta con la que sea posible predecir el precio de estas.
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Caṕıtulo 1

Preliminares

En el contexto financiero, los instrumentos derivados son contratos que
otorgan derechos y obligaciones para las partes que los celebran. Estos pro-
ductos reciben el nombre de “derivados”, ya que su valor depende de algún
bien o activo al cual se le conoce como bien o activo subyacente.

1.1. Definiciones en Finanzas

Definición 1.1.1 Una opción es un contrato financiero que otorga a su
poseedor (comprador) el derecho, pero no la obligación, de comprar (opción
de compra) o vender (opción de venta) una cantidad de activo a un precio
establecido, llamado precio de ejercicio, en una fecha determinada (véase
[9]).

El tipo y número de activos, el precio de ejecución del contrato y la fecha
hasta la cual el contrato tiene validez son las caracteŕısticas fundamentales
de una opción.

Las opciones se clasifican en dos tipos, dependiendo del derecho que
adquiere el comprador:

Opción de compra (call), es un contrato que proporciona a su poseedor
el derecho (pero no la obligación) a comprar un número determinado
de acciones, a un precio establecido en cualquier momento antes de
una fecha determinada (establecida al inicio del contrato) o bien uni-
camente en esa fecha. En este caso el vendedor de la opción se obliga
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1.1. Definiciones en Finanzas Caṕıtulo1.

a vender el activo subyacente al precio convenido.

Opción de venta (put), es un contrato en el que el propietario adquiere
el derecho pero no la obligación de vender el bien subyacente al precio
de ejercicio y en una fecha futura establecida al inicio del contrato. En
este caso el vendedor de la opción se obliga a comprar el activo subya-
cente al precio convenido.

Una prima de contrato es el pago que recibirá el vendedor por parte del
comprador de la opción; es decir, la prima es la compensación al vendedor
de la opción por el riesgo que se asume.

La volatilidad subyacente manifiesta la capacidad que tiene el precio del
bien subyacente, para variar sus movimientos en el futuro (véase [4]).

La volatilidad, el precio de ejercicio y los dividendos (ganancias) son fac-
tores que afectan el precio de la opción y estos, a su vez, son afectados por
el tiempo de vida de la opción de la siguiente forma:

Volatilidad: mientras mayor sea el tiempo que transcurre hasta la fecha
de ejercicio, la probabilidad de que el precio de la acción aumente (o
disminuya) a partir del precio inicial será mayor.

Precio de ejercicio: si el tiempo de vencimiento aumenta, el precio de
ejercicio disminuirá.

Dividendos: si el tiempo de vida de la opción aumenta los dividendos
serán mayores.

Para comprender mejor estos conceptos se presenta el siguiente ejemplo.
Suponga que se está interesado en la compra en una fecha futura de un de-
partamento, una casa u otro inmueble. Al d́ıa de hoy se tiene la intención
de realizar la compra en un momento posterior (cuando se firme la escritura
de compraventa y la propiedad pase a ser suya). Si se decidió firmar un
contrato para la compra del inmueble, lo que ha hecho es una opción de com-
pra a una fecha determinada y futura, es decir, cuando se firme la escritura
de compraventa (fecha de vencimiento) sobre el departamento en cuestión
(subyacente) a un precio determinado (precio de ejercicio o strike). Desde
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1.2. Construcción del Movimiento Browniano Caṕıtulo1.

el momento en que firma el contrato (prima) se tiene el derecho a un bien
en una fecha futura, a un precio determinado, pero la propiedad del mismo
aún no le pertenece al comprador de la opción dado que el vendedor (o el
comprador) por cualquier causa puede decidir no ejercer la compra (véase
[15]).

El estilo de la opción es definida por el periodo o fecha en que ésta puede
ser ejercida, las más comunes son las opciones europeas y americanas.

Definición 1.1.2 .

Una opción europea otorga a su comprador el derecho pero no la obligación
de comprar (o vender) un bien subyacente (o parte de él) al precio de
ejercicio en una fecha futura convenida al inicio del contrato (fecha de
vencimiento).

Una opción americana otorga a su comprador el derecho pero no la obli-
gación de comprar (o vender) un bien subyacente (o parte de él) al
precio de ejercicio durante el lapso de tiempo comprendido entre el d́ıa
de la emisión del contrato y la fecha de vencimiento.

Un supuesto fundamental en la valuación de opciones es que el precio de
las acciones sigue un movimiento Browniano geométrico.

1.2. Construcción del Movimiento Browniano

El movimiento Browniano (o proceso de Wiener) es un proceso estocástico
a tiempo continuo denotado por {W (t) : t ∈ [0,∞)} el cual satisface

1. W (0) = 0

2. Tiene incrementos independientes, es decir, si 0 ≤ s < t < u < v ≤ T
W (t)−W (s) y W (v)−W (u) son independientes.

3. Tiene incrementos estacionarios. Sean t, s ∈ [0,∞) con t < s,
W (s)−W (t) ∼ N(0, σ2(s− t)).

4. La función t −→ W (t) es continua.

3



1.2. Construcción del Movimiento Browniano Caṕıtulo1.

Se mostrará la existencia del proceso de Wiener usando el Teorema de
extensión de Kolmogorov (véase el Apéndice A).

Para cada n con t1 < t2 < · · · < tn la distribución del vector (W (t1),W (t2)−
W (t1), . . . ,W (tn)−W (tn−1)) es conocida y está dada por

f(W (t1),W (t2)−W (t1),...,W (tn)−W (tn−1))(x1, x2, . . . , xn) =

1√
2πt1

e
− 1

2

x21
t1

1√
2π(t2 − t1)

e
− 1

2

x22
t2−t1 · · · 1√

2π(tn − tn−1)
e
− 1

2

x22
tn−tn−1 ,

donde (x1, x2, . . . , xn) ∈ Rn.

Por ejemplo, para n = 2

f(W (t1),W (t2)−W (t1))(x, y) =
1√
2πt1

e
− 1

2
x2

t1
1√

2π(t2 − t1)
e
− 1

2
y2

t2−t1

=
1√

(2π)2t1(t2 − t1)
e
− 1

2

(
x2

t1
+ y2

t2−t1

)
.

Usando el método de la transformada inversa, y tomando a

u = W (t1) W (t1) = u
v = W (t2)−W (t1)

−→ W (t2) = v + u

fuv(x, y) =
1√

(2π)2t1(t2 − t1)
e
− 1

2

(
x2

t1
+

(y−x)2
t2−t1

)
.

Consistencia (Véase teorema A.1 del apéndice A).

∫ ∞
−∞

fuv(x, y) =

∫ ∞
−∞

1√
(2π)2t1(t2 − t1)

e
− 1

2

(
x2

t1
+

(y−x)2
t2−t1

)
=

1√
(2π)2t1(t2 − t1)

∫ ∞
−∞

e
− 1

2

(
x2(t2−t1)+t1(y

2−2xy+x2)
t1(t2−t1)

)
=

1√
(2π)2t1(t2 − t1)

e
− 1

2
t1y

2

t1(t2−t1)

∫ ∞
−∞

e
− 1

2

(
1

t1(t2−t1)

)
(x2t2−2xyt1)
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1.2. Construcción del Movimiento Browniano Caṕıtulo1.

=
1√

(2π)2t1(t2 − t1)
e
− 1

2
t1y

2

t1(t2−t1)

∫ ∞
−∞

e
− 1

2

((
x−y t1t2

)2
−
(
y
t1
t2

)2
t1
t2

(t2−t1)

)

=
1√

(2π)2t2
e
− 1

2

(
y2

t2−t1

)(
(y2t1/t2)

2

(t1/t2)(t2−t1)

) ∫ ∞
−∞

1√
2π t1

t2
(t2 − t1)

e
− 1

2
(x−y(t1/t2))

2

(t1/t2)(t2−t1)dx

=
1√

(2π)2t2
e
− 1

2

(
y2

t2−t1

)(
1− t1

t2

)
=

1√
(2π)2t2

e
− 1

2

(
y2

t2

)
.

El caso general se prueba por inducción basado en las ideas anteriores.

5



Caṕıtulo 2

Modelo Binomial

Una técnica muy utilizada para valuar opciones está basada en construir
un árbol binomial, dicha técnica consiste en un esquema de árbol en donde
se representan las trayectorias que puede seguir el precio de las acciones sub-
yacentes durante la vida de una opción.

El modelo binomial propuesto por Cox-Ross-Rubinstein en 1979 (véase
[5]); es un modelo en tiempo discreto para valuar opciones, el cual está basa-
do en la suma finita de variables aleatorias independientes e idénticamente
distribúıdas de forma binomial (véase [4]).

Los supuestos para el modelo binomial son:

1. No existen costos de transacción y/o impuestos.

2. Se puede prestar y pedir prestado a la tasa de interés libre de riesgo.

3. Todos los activos son divisibles.

4. La tasa de interés libre de riesgo es positiva.

5. Todas las transacciones se pueden realizar de forma simultánea sin
afectar los precios en el mercado.

6. Se puede vender el bien subyacente sin poseerlo previamente, con el
compromiso de entrega en una fecha posterior.
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2.1. Opciones de Compra Caṕıtulo2.

En el modelo binomial los precios del bien subyacente se modelan siguiendo
el supuesto binomial: El precio del bien subyacente evoluciona siguiendo un
proceso binomial multiplicativo; si S es el precio del bien en la fecha actual,
entonces al final de cada periodo el precio del bien subyacente puede tener
dos posibles valores: uno cuando el precio esté a la alza, y otro cuando esté a
la baja. El modelo binomial mas simple es el de un periodo, donde el tiempo
de vigencia se divide en dos instantes de tiempo t0 = 0 y tn = T .

2.1. Opciones de Compra

2.1.1. Modelo Binomial de un Periodo

En el modelo binomial de un periodo el único supuesto que se necesita es
que no haya oportunidad de arbitraje para un inversor, una forma de analizar
el modelo es mediante la construcción de un portafolio.

Un portafolio (o cartera) de inversión es una combinación de activos o
t́ıtulos individuales (entre ellos las acciones), de modo tal que una combi-
nación de t́ıtulos individuales la mayoŕıa de las veces sea menos arriesgada
que cualquier t́ıtulo individual. Es posible eliminar el riesgo pues las renta-
bilidades de los t́ıtulos individuales, por lo general, no están perfectamente
correlacionadas entre śı, aśı cierto porcentaje del riesgo se puede eliminar con
la diversificación. Formalmente un portafolio se define como:

Un portafolio es un vector (w1, w2), donde w1 representa las unidades de
una acción cuyo precio es St y w2 son las unidades de una opción de dicha
acción cuyo precio actual es ĉt. La vida de la opción comprende el intervalo
de tiempo [t, T ] donde t representa el momento de inicio del contrato y T
el periodo de vigencia. El valor Πt del portafolio al inicio del periodo es el
producto punto de los vectores (w1, w2) y (St, ĉt):

Πt := w1St + w2ĉt. (2.1)

El modelo binomial está basado en la suposición de que el precio de las
acciones puede moverse tanto por encima de St hasta Stu con probabilidad
p1, como hacia abajo a un nivel Std con probabilidad 1 − p1 donde u y d
cumplen la condición 0 < d < 1 < u. La tasa de interés libre de riesgo
está representada por r.
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2.1. Opciones de Compra Caṕıtulo2.

Stu

St

88ppppppppppppp

&&NNNNNNNNNNNNN

Std

Cuadro 2.1: Modelo binomial de un periodo

El incremento proporcional en el precio de las acciones cuando hay un
movimiento hacia arriba es u− 1, mientras el descenso proporcional cuando
hay un movimiento hacia abajo es 1 − d. Este movimiento puede ser repre-
sentado en el cuadro 2.1.

Si el precio de las acciones sube hasta Stu el beneficio de la opción es cu,
si el precio de la acción baja hasta Std entonces el beneficio de la opción es cd.

Si hay un movimiento de subida en el precio de las acciones, el valor del
portafolio al final de la vida de la opción es:

Πu
T = w1Stu+ w2cu. (2.2)

Donde cu = máx(Stu −K, 0); cu es el valor intŕınseco de la opción dado un
movimiento hacia arriba y K es el precio de ejercicio de la opción.

Ahora si por el contrario, el movimiento es a la baja en el precio de las
acciones entonces el valor de la cartera al final de la vida de la opción es

Πd
T = w1Std+ w2cd. (2.3)

Donde cd = máx(Std−K, 0).

El comportamiento de la opción se presenta en el cuadro 2.2

8



2.1. Opciones de Compra Caṕıtulo2.

cu

ct

88ppppppppppppp

''NNNNNNNNNNNNN

cd

Cuadro 2.2: Comportamiento de una opción call

Se busca w1 tal que el portafolio sea libre de riesgo; es decir, buscamos
w1 tal que los dos valores posibles produzcan el mismo resultado, aśı que los
dos valores posibles del portafolio deben ser igualados:

w1Stu+ w2cu = w1Std+ w2cd,

despejando w1

w1 = −w2(cu − cd)
St(u− d)

.

tomando w2 = 1 se tiene

w1 = − cu − cd
St(u− d)

= −∆.

Es decir, el portafolio consiste de un call largo y una operación de venta
en corto de ∆ unidades de la acción (véase [17]).

Por lo tanto, el rendimiento también coincide con el obtenido de un
depósito inicial de monto Πt, esto es

Πu
T = Πte

r(T−t), (2.4)

Πd
T = Πte

r(T−t). (2.5)

De (2.1), (2.3) en (2.5) se tiene

w1Std+ w2cd = Πte
r(T−t),

w1Std+ w2cd = (w1St + w2ct)e
r(T−t),

(w1Std+ w2cd)e
−r(T−t) = w1St + w2ct.

Tomando w1 = −∆ y w2 = 1

9



2.1. Opciones de Compra Caṕıtulo2.

[
−
( cu − cd
St(u− d)

)
Std+ cd

]
e−r(T−t) = −

( cu − cd
St(u− d)

)
St + ct

ct =
[
−
( cu − cd
St(u− d)

)
Std+ cd + er(T−t)

(
− cu − cd
St(u− d)

St

)]
e−r(T−t)

=
[(er(T−t) − d

u− d

)
cu +

(u− er(T−t)
u− d

)
cd

]
e−r(T−t). (2.6)

Si p :=
(
er(T−t)−d

u−d

)
cu entonces 1 − p =

(
u−er(T−t)

u−d

)
cd por lo tanto susti-

tuyendo en (2.6) se tiene que

ct = [pcu + (1− p)cd]e−r(T−t). (2.7)

Lo que permite valuar una opción de compra de tipo europea para un
periodo. Nótese que en la fórmula (2.7) no aparece la probabilidad p1.

2.1.2. Determinación de p, u y d

Los parámetros p, u y d, mencionados en la sección 2.1.1 deben dar valo-
res correctos para la media y la varianza del precio de las acciones durante
un intervalo de tiempo δt, el rendimiento esperado de las acciones es el tipo
de interés libre de riesgo r. Por lo tanto, el valor esperado del precio de las
acciones al final del intervalo δt de tiempo es Ste

rδt (véase [3]).

Ya que se tiene una variable aleatoria Binomial su desviación estándar
en un intervalo de tiempo pequeño δt es σ

√
δt , la varianza es por lo tanto,

σ2δt = pu2 + (1− p)d2 − [pu+ (1− p)d]2.

Igualando el precio esperado de las acciones al final de δt y la esperanza
del árbol se tiene

Serδt = pSu+ (1− p)Sd = pSu+ qSd,

erδt = pu+ (1− p)d = pu+ qd.

Las ecuaciones anteriores imponen condiciones sobre p, u y d; una de ellas
es u = 1

d
.
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2.1. Opciones de Compra Caṕıtulo2.

Por lo tanto, para δt pequeña se tiene que (véase [4])

u = eσ
√
δt

d = e−σ
√
δt

p =
erδt − d
u− d

(2.8)

1− p =
u− erδt

u− d
,

nótese que 0 < p < 1.

2.1.3. Modelo Binomial de n Periodos

El tiempo de vigencia de la opción puede dividirse en n = 1, 2, . . . , N
etapas de tiempo. Sea St el precio de la acción en el momento t, este mo-
delo supone que dicha acción tiende a comportarse de dos formas una vez
transcurrido el intervalo de tiempo δt

St puede subir hacia Stu con probabilidad p (con u > 1).

St puede bajar al precio Std con probabilidad 1− p (con d < 1).

Si el tiempo de vigencia se divide en n etapas el precio del bien subyacente
tendrá 2n posibles valores al final del tiempo.

Una idea fundamental en el modelo binomial consiste en dividir el tiempo
de vigencia de la opción en n = 1, . . . , N etapas de igual longitud δ = 1

n
, para

un n suficientemente grande (véase [3]).

En el momento t se conoce el precio de la acción St, en el momento δt se
tienen dos precios posibles para la acción Stu y Std. En el momento 2δt hay
tres precios posibles Stu

2, Stud y Std
2 y aśı sucesivamente. El precio de la

acción en el j-ésimo nodo (j = 0, 1, . . . , N) en el tiempo iδt se calcula como

Sujdi−j = Stu
jdi−j. (2.9)

El esquema de árbol binomial para el caso de dos periodos se da en el
cuadro 2.3
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2.1. Opciones de Compra Caṕıtulo2.

Stu2

Stu

77ooooooooooooo

''PPPPPPPPPPPP

St

77ooooooooooooo

''OOOOOOOOOOOOO Stud

Std

77nnnnnnnnnnnn

''OOOOOOOOOOOOO

Std2

Cuadro 2.3: Modelo binomial de 2 periodos

Aplicando el mismo método para valuación de opciones para un periodo
se obtiene que al final del periodo 2 el precio de la opción es

cu = e−rδt[pcu2 + (1− p)cud] (2.10)

cd = e−rδt[pcud + (1− p)cd2 ]. (2.11)

Siguiendo un movimiento hacia atrás sobre el árbol binomial donde

cu2 = máx(0, Su2 −K)

cud = máx(0, Sud−K)

cd2 = máx(0, Sd2 −K).

De (2.7), (2.10) y (2.11) se tiene

ct = e−rδt
[
p2cu2 + 2p(1− p)cud + (1− p)2cd2

]
.

Sustituyendo cu2 , cud y cd2

ct = e−rδt
[
p2 máx(0, Su2 −K) + 2p(1− p) máx(0, Sud−K)

+(1− p)2 máx(0, Sd2 −K)
]
.
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cu2

cu

77ooooooooooooo

''OOOOOOOOOOOOO

ct

77ooooooooooooo

''NNNNNNNNNNNNN cud

cd

77ooooooooooooo

''OOOOOOOOOOOOO

cd2

Cuadro 2.4: Comportamiento de una opción para 2 periodos

Equivalentemente

ct = e−rδt

[
2∑
j=0

(
2

j

)
pj(1− p)2−j máx(0, Sujd2−j −K)

]
. (2.12)

El comportamiento de la opción se representa en el cuadro 2.4 (Véase [12]).

Los precios del subyacente en el caso de n periodos, evolucionarán según
el cuadro 2.5.

Existen dos métodos para valuar una opción en n periodos:

1. Calcular los valores intŕınsecos al final de los n periodos y por medio
de un proceso recursivo calcular el precio de la opción en cada nodo del
diagrama utilizando la ecuación (2.7).

2. Generalizando la ecuación (2.12).

En el primer método se inicia calculando el último periodo n; a partir
de los valores intŕınsecos en n se calculan los valores cn−1 y se retrocede en
el tiempo para calcular cn−2, cn−3, . . . c que será el valor de la opción en el
instante actual.
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Stu4...

Stu3

66nnnnnnnnnnnnn

((PPPPPPPPPPPPP

Stu2

77ooooooooooooo

''PPPPPPPPPPPPP Stu2...

Stu

77ooooooooooooo

''PPPPPPPPPPPPP Stu

66nnnnnnnnnnnnn

((QQQQQQQQQQQQQQ

St

77ooooooooooooo

''OOOOOOOOOOOOO St

77nnnnnnnnnnnnnn

''PPPPPPPPPPPPPP St...

Std

77nnnnnnnnnnnnn

''OOOOOOOOOOOOO Std

66mmmmmmmmmmmmmm

((PPPPPPPPPPPPP

Std2

77nnnnnnnnnnnnn

''OOOOOOOOOOOOO Std2...

Std3

66nnnnnnnnnnnnn

((PPPPPPPPPPPPP

Std4...

Cuadro 2.5: Modelo binomial de n periodos
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2.2. Opciones de Venta Caṕıtulo2.

En el segundo método se usa la generalización de la ecuación (2.12) por
lo tanto, se tiene (véase [12])

ct = e−r(T−t)

[
n∑
j=0

(
n

j

)
pj(1− p)n−j máx(0, Sujdn−j −K)

]
. (2.13)

En resumen, las opciones son evaluadas empezando al final del árbol
y moviéndose hacia atrás (inducción hacia atrás), el valor de una opción
de venta es max(K − ST , 0) y una opción de compra tiene un valor de
max(0, ST − K), donde ST es el precio de la acción en el momento T y
K es el precio de ejercicio.

Como se supone un mercado neutral al riesgo, el valor de cada nodo en
el momento T − δt puede calcularse como el valor esperado en el momento
T descontado al tipo r con periodo de tiempo δt; similarmente el valor de
cada nodo en el momento T − δt puede calcularse como el valor esperado
en el momento T − δt descontado por un periodo de tiempo δt al tipo r, y
aśı sucesivamente.

Cuando se desea valuar una opción americana de compra sobre acciones
que no pagan dividendos, el tratamiento es similar, es decir, el valor de la
opción call de tipo americana será el mismo que en el caso de una opción
europea, pues el ejercicio anticipado nunca se dará debido a que no se obtiene
algún beneficio (véase [12]).

2.2. Opciones de Venta

En el modelo binomial la valuación de opciones de venta de tipo europea
se hace de manera análoga al caso de opciones de compra, sin embargo, en el
caso de una opción americana el valor de ésta puede ser diferente al de una
europea ya que se puede presentar que el ejercicio anticipado sea óptimo.

2.2.1. Opciones Europeas

Cuando se desea valuar una opción de venta de tipo europea, al igual
que una opción de compra, se construye una cartera de arbitraje con posi-
ciones largas (o cortas) en acciones y en opciones con lo que se obtiene (2.14).
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2.2. Opciones de Venta Caṕıtulo2.

Pu

Pt

88qqqqqqqqqqqqq

&&MMMMMMMMMMMMM

Pd

Cuadro 2.6: Comportamiento de una opción put

∆ =
Pu − Pd
u− d

. (2.14)

El comportamiento del valor put de un periodo se muestra en el cuadro
2.6, donde P representa el valor de la opción.

Pu = máx(0, K − Su),

Pd = máx(0, K − Sd).

Haciendo pasos análogos para una opción de compra se tiene que el valor
de una opción de venta para un periodo es:

Pt = [pPu + (1− p)Pd]e−rδt, (2.15)

donde

p =
e−r(T−t) − d

u− d
.

En el caso de n periodos el precio de la opción de tipo europea queda
expresada como

Pt = e−rδt

[
n∑
j=0

(
n

j

)
pj(1− p)n−j máx(0, K − Sujdn−j)

]
, (2.16)

(véase [12]).

Para este caso también existe otro método que consiste en valuar la op-
ción calculando los valores intŕınsecos en el periodo n y retrocediendo en el
tiempo para calcular cada Pi (i = 1, . . . , n) por medio de la ecuación (2.15).
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2.2. Opciones de Venta Caṕıtulo2.

2.2.2. Opciones Americanas

En el caso de las opciones americanas de venta es necesario revisar en ca-
da nodo, si es mejor ejercer antes del vencimiento o mantener la opción por
un periodo de tiempo δt; eventualmente moviéndose hacia atrás a lo largo de
todos los nodos, se obtiene el valor de la opción en el momento inicial (véase
[3]).

Supongamos que K > Su y como u > d entonces K > Sd (pues K >
Su > Sd) aśı que para este caso

Pu = K − Su,
Pd = K − Sd.

Obsérvese que (
ue−rδt

)
p+

(
de−rδt

)
(1− p) = 1.

Pues

(
ue−rδt

)
p+

(
de−rδt

)
(1− p) =

(
ue−rδt

)e−rδt − d
u− d

+
(
de−rδt

)u− e−rδt
u− d

= e−rδt

[
e−rδt(u− d)

u− d

]
.

Entonces de la ecuación (2.15) tenemos que

Pt = [p(K − Su) + (1− p)(K − Sd)]e−rδt

= K

(
pe−rδt + (1− p)e−rδt

)
− S

(
(ue−rδt)

)
p+

(
de−rδt

)
(1− p)

)
= Ke−rδt − S < K − S.

Aśı se tiene un valor cŕıtico para el precio de las opciones, definiendo
Ŝ = K − S. Si S < Ŝ debe ser ejercida la opción (véase [5]).
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Caṕıtulo 3

Convergencia del Modelo
Binomial

3.1. Modelo de Black-Scholes

La fórmula de Black-Scholes fue desarrollada simultaneamente por Robert
Merton en 1973 y por Fischer Black y Myron Scholes (véase [17]). Dicha
fórmula es empleada para calcular el valor actual de una opción europea
que no paga dividendos de acciones en una fecha futura. Posteriormente, el
modelo se amplió para opciones sobre acciones que producen dividendos, y
luego se adoptó para opciones americanas, y mercado monetario.

En el modelo de Black-Scholes se supone que el activo subyacente es una
acción que no paga dividendos durante la vida del contrato y que su precio
obedece a un movimiento Browniano geométrico neutral al riesgo.

Considérese un proceso de Wiener {Wt : t ∈ [0,∞)} definido sobre un
espacio fijo de probabilidad con una filtración.

Supóngase que el precio de la acción al tiempo t, es St el cual obedece
a un movimiento Browniano geométrico que satisface la ecuación diferencial
estocástica dSt = µStdt + σStdWt, donde µ ∈ R representa el rendimiento
medio esperado del activo subyacente y σ > 0 es la volatilidad instantánea.

Los supuestos del modelo clásico de Black-Scholes (véase [17]) son:
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3.1. Modelo de Black-Scholes Caṕıtulo3.

El activo subyacente es una acción que no paga dividendos durante la
vida del contrato.

El precio del activo sigue un movimiento Browniano geométrico.

La volatilidad del precio del activo subyacente es constante a través del
tiempo.

Las ventas en corto del subyacente son permitidas.

El subyacente se puede comprar y vender en cualquier fracción de
unidad.

No hay costos de transacción.

El mercado opera en forma continua.

Existe un mercado de crédito, un sistema bancario en el que los agentes
pueden prestar y pedir prestado a una tasa de interés constante a todos
los plazos y libre de riesgo de incumplimiento.

No existe oportunidad de arbitraje.

La fórmula de Black-Scholes para el precio de una opción call europea
está dada por

c(St, t) =

StΦ

(
ln(St

K ) + (r + 1
2σ

2)(T − t)
σ
√
T − t

)
−Ke−r(T−t)Φ

(
ln(St

K ) + (r − 1
2σ

2)(T − t)
σ
√
T − t

)
.

(3.1)

Donde σ > 0 es la volatilidad instantánea por unidad de tiempo, St es
el precio del activo subyacente en el instante t, T − t representa la vida del
contrato (t fecha de inicio; T fecha de vencimiento), K es el precio de ejerci-
cio, r la tasa de interés libre de riesgo y Φ es la distribución acumulada de
una variable aleatoria normal estandar.

En el caso de una opción de tipo put europea se tiene

p(St, t) =

Ke−r(T−t)Φ

(
ln( K

St
) + (r + 1

2σ
2)(T − t)

σ
√
T − t

)
− StΦ

(
ln( K

St
) + (r − 1

2σ
2)(T − t)

σ
√
T − t

)
.

(3.2)
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3.2. Análisis de la Convergencia del Modelo Binomial Caṕıtulo3.

3.2. Análisis de la Convergencia del Modelo

Binomial

Se muestra la convergencia en distribución del modelo binomial al mo-
delo de Black-Scholes cuando el número de etapas n en que se ha dividido
el modelo binomial tiende a infinito; la demostración se basa en el Teorema
central del ĺımite aśı como en la convergencia de la distribución binomial a
la distribución normal.

El valor para una opción de acuerdo al modelo binomial en n pasos se
calcula con la expresión (2.16)

cnt = e−r(T−t)
n∑
k=0

(
n

k

)
pk(1− p)n−k máx(Stu

kdn−k −K, 0), n ≥ 1.

Obsérvese que si k ∈ N cumple que ukdn−kSt < K se tiene que cnt = 0 en
la ecuación (2.16), de este modo sea m ∈ N definida como

m := mı́n{k | ukdn−kSt > K}.

Aśı que

K < Stu
mdn−m

ln(K) < m ln(u) + ln(Std
n
t )−m ln(d)

ln

(
K

Stdn

)
< m ln

(
u

d

)

ln

(
K/Std

n

u/d

)
< m. (3.3)

Por otro lado, ya que m− 1 < m y gracias a la definición de m se tiene

um−1dn−(m−1)St ≤ K,
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m ≤ ln

(
K/Std

n

u/d

)
+ 1. (3.4)

De (3.3) y (3.4) se tiene

ln

(
K/Std

n

u/d

)
< m ≤ ln

(
K/Std

n

u/d

)
+ 1.

La ecuación (2.16) se reescribe como

cnt = e−r(T−t)
n∑

k=m

(
n

k

)
pk(1− p)n−k(ukdn−kSt −K)

= e−r(T−t)
n∑

k=m

(
n

k

)
pk(1− p)n−kStukdn−k −Ke−r(T−t)

n∑
k=m

(
n

k

)
pk(1− p)n−k

= St

n∑
k=m

(
n

k

)
e−r(T−t)(k−k+n)/n(pu)k[(1− p)d]n−k −Ke−r(T−t)

n∑
k=m

(
n

k

)
pk(1− p)n−k

= St

n∑
k=m

(
n

k

)
(e−r(T−t)/npu)k[e−r(T−t)/n(1− p)d]n−k −Ke−r(T−t)

n∑
k=m

(
n

k

)
pk(1− p)n−k

= St

n∑
k=m

(
n

k

)[
pu

er(T−t)/n

]k[
(1− p)d
er(T−t)/n

]n−k
−Ke−r(T−t)

n∑
k=m

(
n

k

)
pk(1− p)n−k. (3.5)

Sean Yn ∼ Bin(n, p) y Xn ∼ Bin(n, pu/er(T−t)/n). Obsérvese que
0 < pu/er(T−t)/n < 1 ya que 1 < er(T−t)/n y 0 < up < 1. Por lo tanto la
primera sumatoria de (3.5) se interpreta como P (Xn ≥ m) y la segunda
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como P (Yn ≥ m).
Entonces

cnt = StP (Xn ≥ m)−Ke−r(T−t)P (Yn ≥ m)

= St(1− P (Xn < m))−Ke−r(T−t)(1− P (Yn < m))

= St(1− P (Xn ≤ m− 1))−Ke−r(T−t)(1− P (Yn ≤ m− 1)). (3.6)

Considérese la siguiente notación

φ

(
m,n,

pu

er(T−t)/n

)
:= 1− P (Xn ≤ m− 1).

φ(m,n, p) := 1− P (Yn ≤ m− 1).

Aśı que, (2.16) se reescribe como:

cnt = Stφ

(
m,n,

pu

er(T−t)/n

)
−Ker(T−t)/nφ(m,n, p). (3.7)

Se quiere demostrar que:

φ

(
m,n,

pu

er(T−t)/n

)
−→ Φ

(
ln(St

K
) + (r + 1

2
σ2)(T − t)

σ
√
T − t

)
n→∞, (3.8)

φ(m,n, p) −→ Φ

(
ln(St

K
) + (r − 1

2
σ2)(T − t)

σ
√
T − t

)
n→∞. (3.9)

Donde Φ denota la distribución acumulada de una variable normal estándar.

Suponga que Zi ∼ Ber(p), i = 1, . . . , n y sea Un := Yn−np√
np(1−p)

, su función

generadora de momentos es

MUn(t) = E
[
e

Yn−np√
np(1−p)

t
]

= E
[
e

∑n
i=1 Zi−np√
np(1−p)

t
]

=
n∏
i=1

E
[
e

Zi−np√
np(1−p)

t
]
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MUn(t) = e
− npt√

np(1−p)
(

1− p+ pe
t√

np(1−p)
)n

=
[
(1− p)e−

pt√
np(1−p) + pe

t(1−p)√
np(1−p)

]n
=

[
(1− p)

(
1− pt√

np(1− p)
+

p2t2

2np(1− p)
+ o
( 1

n

))
+

p

(
1 +

(1− p)t√
np(1− p)

+
(1− p)2t2

2np(1− p)
+ o
( 1

n

)]n

=

[
1 +

(1− p)pt− pt+ p2t√
np(1− p)

+
p2t2 − p3t2 + (1− p)2pt2

2np(1− p)
+ o
( 1

n

)]n

=

[
1 +

(1− p)pt− pt(1− p)√
np(1− p)

+
p2t2(1− p) + (1− p)2pt2

2np(1− p)
+ o
( 1

n

)]n

=

[
1 +

p2t2 + (1− p)pt2

2np
+ o
( 1

n

)]n

=

[
1 +

p2t2 + pt2 − p2t2

2np
+ o
( 1

n

)]n

=

[
1 +

t2

2n
+ o
( 1

n

)]n
.

Tomando ĺımite

ĺım
n→∞

MUn(t) = e
t2

2 .

Debido a la convergencia de las funciones generadoras de momentos se
tiene que la distribución binomial converge a una distribución normal estándar,
cuando el número de ensayos n es grande.

De (2.8) y ya que el tiempo de vigencia de la opción se ha dividido en n
pasos se tiene

p =
er(T−t)/n − e−σ

√
T−t/n

eσ
√
T−t/n − e−σ

√
T−t/n

.

Aplicando ĺımite, la regla de L’Hopital y tomando δ := T − t
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ĺım
n→∞

erδ/n − e−σ
√
δ/n

eσ
√
δ/n − e−σ

√
δ/n

= ĺım
n→∞

−rδn−2erδ/n − 1
2

√
δσn−3/2e−σ

√
δ/n

−1
2
σ
√
δn−3/2eσ

√
δ/n − 1

2

√
δσn−3/2e−σ

√
δ/n

= ĺım
n→∞

−rδn−1/2erδ/n − 1
2

√
δσe−σ

√
δ/n

−1
2
σ
√
δeσ
√
δ/n − 1

2

√
δσe−σ

√
δ/n

=
1

2
.

Se mostrará (3.9)

ĺım
n→∞

φ(m,n, p) = ĺım
n→∞

(1− P (Yn ≤ m− 1))

= 1− ĺım
n→∞

P

(
Yn − np√
np(1− p)

≤ m− 1− np√
np(1− p)

)
.

De (3.3) y de las ecuaciones (2.8) se tiene que

m− 1 ≤
ln(K/St) + nσ

√
δ/n

2σ
√
δ/n

. (3.10)

Entonces

ĺım
n→∞

m− 1− np√
np(1− p)

= ĺım
n→∞

ln(K/St)+nσ
√
δ/n

2σ
√
δ/n

− np√
np(1− p)

= ĺım
n→∞

ln(K/St) + nσ
√
δ/n− 2σnp

√
δ/n

2σ
√
δ/n
√
np(1− p)

= ĺım
n→∞

ln(K/St) + nσ
√
δ/n(1− 2p)

2σ
√
δp(1− p)

=
ln(K/St) + ĺımn→∞ nσ

√
δ/n(1− 2p)

σ
√
δ

.

Por lo tanto, para tener el resultado deseado se necesita que

ĺım
n→∞

nσ
√
δ/n(1− 2p) = −

(
r − 1

2
σ2
)
δ.
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Para ello obsérvese que

nσ
√
δ/n(1− 2p) = σ

√
nδ(1− 2p)

= σ
√
nδ

[
1− 2

(
erδ/n − e−σ

√
δ/n

eσ
√
δ/n − e−σ

√
δ/n

)]

= σ
√
nδ

[
eσ
√
δ/n + e−σ

√
δ/n − 2erδ/n

eσ
√
δ/n + e−σ

√
δ/n

]

= σδ

(
eσ
√
δ/n + e−σ

√
δ/n − 2erδ/n√

δ/n
(
eσ
√
δ/n + e−σ

√
δ/n
)). (3.11)

Denotando v :=
√
δ/n, (3.11) se reescribe como

nσ
√
δ/n(1− 2p) = σδ

(
eσv + e−σv − 2erv

2

v(eσv + e−σv)

)
.

Si n→∞ entonces v → 0,

ĺım
v→0

σδ

(
eσv + e−σv − 2erv

2

v(eσv + e−σv)

)
= σδ ĺım

v→0

eσv + e−σv − 2erv
2

v(eσv + e−σv)
.

Aplicando la regla de L’Hopital dos veces se tiene que

σδ ĺım
v→0

eσv + e−σv − 2erv
2

v(eσv + e−σv)
= σδ ĺım

v→0

σeσv − 4rverv
2 − σe−σv

eσv − e−σv + v(σeσv + σe−σv)

= σδ ĺım
v→0

σ2eσv − 8r2v2erv
2 − 4rerv

2
+ σ2e−σv

2σeσv + 2σe−σv + v(σ2eσv − σ2e−σv)

= σδ

(
2σ2 − 4r

4σ

)
= σδ

(
σ

2
− r

σ

)

= δ

(
σ2

2
− r

)

= −

(
r − 1

2
σ2

)
δ.

Por lo tanto
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ĺım
n→∞

m− 1− np√
np(1− p)

=
ln(K/St)−

(
r − 1

2
σ2
)
δ

σ
√
δ

.

Lo cual implica que

φ(m,n, p) −→ Φ

(
ln(St

K
) + (r − 1

2
σ2)δ

σ
√
δ

)
n→∞.

Ahora se mostrará (3.8). Sea

p̂ :=
pu

erδ/n
.

Los cálculos se hacen de manera similar a los anteriores

ĺım
n→∞

p̂ = ĺım
n→∞

pu

erδ/n

= ĺım
n→∞

peσ
√
δ/n

erδ/n

=
(

ĺım
n→∞

p
)(

ĺım
n→∞

eσ
√
δ/n

erδ/n

)
=

(1

2

)
(1) =

1

2
,

y

ĺım
n→∞

φ(m,n, p̂) = 1− ĺım
n→∞

P

(
Xn − np̂√
np̂(1− p̂)

≤ m− 1− np̂√
np̂(1− p̂)

)
.

De (3.10)

ĺım
n→∞

m− 1− np̂√
np̂(1− p)

= ĺım
n→∞

ln(K/St)+nσ
√
δ/n

2σ
√
δ/n

− np̂√
np̂(1− p̂)

= ĺım
n→∞

ln(K/St) + nσ
√
δ/n− 2σnp̂

√
δ/n

2σ
√
δ/n
√
np̂(1− p̂)
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ĺım
n→∞

m− 1− np̂√
np̂(1− p)

= ĺım
n→∞

ln(K/St) + nσ
√
δ/n(1− 2p̂)

2σ
√
δp̂(1− p̂)

=
ln(K/St) + ĺımn→∞ nσ

√
δ/n(1− 2p̂)

2σ
√
δ

.

Por otro lado, obsérvese que

ĺım
n→∞

nσ
√
δ/n(1− 2p̂) = −

(
r − 1

2
σ2

)
δ.

De este modo se tiene que

σ
√
δ/n(1− 2p̂) = σ

√
nδ(1− 2p̂)

= σ
√
nδ

[
1− 2

(
pu

erδ/n

)]

= σ
√
nδ

[
1− 2

(
erδ/n − e−σ

√
δ/n

eσ
√
δ/n − e−σ

√
δ/n
eσ
√
δ/n−rδ/n

)]

= σ
√
nδ

(
eσ
√
δ/n − e−σ

√
δ/n − 2eσ

√
δ/n + 2e−rδ/n

eσ
√
δ/n − e−σ

√
δ/n

)

= δσ

[
2e−rδ/n − eσ

√
δ/n − eσ

√
δ/n√

δ/neσ
√
δ/n − e−σ

√
δ/n

]

= δσ

[
2e−rv

2 − eσv − e−σv

v(eσv − e−σv)

]
.

Aplicando ĺımite y la regla de L’Hopital dos veces

ĺım
v→0

δσ

[
2e−rv

2 − eσv − e−σv

v(eσv − e−σv)

]
= ĺım

v→0
δσ

[
−4rve−rv

2 − σeσv + σe−σv

v(σeσv + σe−σv) + eσv − e−σv

]
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= ĺım
v→0

δσ

[
8r2v2erv

2 − 4re−rv
2 − σ2eσv − σ2e−σv

σeσv + σe−σv + v(σ2eσv − σ2e−σv) + σeσv + σe−σv

]

= δσ
−4r − 2σ2

4σ
= δσ

(
− r

σ
− σ

2

)

= δ

(
− r − σ2

2

)

= −

(
r − 1

2
σ2

)
δ.

De este modo se tiene que

ĺım
n→∞

m− 1− np̂√
np̂(1− p̂)

=
ln(K/St) + δ

(
r + σ2

2

)
σ
√
δ

.

Entonces

φ(m,n, p̂) −→ Φ

(
ln(St

K
) + (r − 1

2
σ2)δ

σ
√
δ

)
n→∞.

En conclusión se ha demostrado que

cnt −→ StΦ(d1)−KerδΦ(d2),

cuando n→∞, donde

d1 =
ln(St

K
) + (r + 1

2
σ2)δ

σ
√
δ

,

d2 =
ln(St

K
) + (r − 1

2
σ2)δ

σ
√
δ

.

La fórmula anterior es la expresada en (3.1) que es conocida como la
fórmula de Black-Scholes para valuar opciones de tipo call.
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3.2. Análisis de la Convergencia del Modelo Binomial Caṕıtulo3.

Con lo anterior se ha demostrado que si se aumenta el número de periodos
del modelo binomial el resultado se aproxima al del modelo de Black-Scholes.

La convergencia se puede observar a partir de n = 30 teniendo diferencia
de décimas mientras que a partir de n = 300 esta diferencia desaparece
(véase[12]).
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Caṕıtulo 4

Ejemplos: Valuación de
Opciones

En este Caṕıtulo se presentan cinco ejemplos de valuación de opciones
de tipo europeas y americanas de compra y venta del modelo binomial, en
el caso de opciones europeas, también, se muestra numericamente su conver-
gencia al modelo de Black-Scholes.

Para valuar opciones americanas de venta se emplea unicamente el mo-
delo binomial, en el caso de opciones de compra se aplica el modelo binomial
y se muestra su convergencia al de Black-Scholes.

Se utilizan los datos de tres empresas mexicanas: TELMEX, CEMEX y
Genomma Lab; los datos son tomados de mx.finance.yahoo.com/

4.1. TELMEX

Ejemplo 4.1.1 Valuación de una opción Europea de tipo call.

Se dará un ejemplo de valuación de una opción de tipo europea de com-
pra sobre una acción de la empresa mexicana Teléfonos de México, S.A.B. de
C.V. (TELMEXL.MX) que no paga dividendos, usando el modelo binomial
y el de Black-Scholes.

La opción es emitida el d́ıa 10 de Octubre de 2011, el precio de cierre de
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4.1. TELMEX Caṕıtulo4.

la acción fue de 10.46 unidades.

Supongamos que la vigencia de la opción es de 1 año y su tiempo de vi-
da se dividirá en cuatro etapas, es decir, el periodo de cada etapa durará 3
meses. La tasa de interés libre de riesgo nacional, basada en el CETES 175
es de 4.39 y el precio de liquidación será de 10.477 unidades.

La volatilidad subyacente está dada por σ = σ̂y
√
t (véase [4])

σ̂y =
√
σ̂2
y =

√√√√ 1

n− 1

n∑
i=1

(
ln

(
Si
Si−1

)
− µ̂y

)2

,

donde

µ̂y =
1

n

n∑
i=1

ln
Si
Si−1

.

Si representa el precio del subyacente al cierre en la fecha i con i =
0, 1, . . . , n.
Son observados los precios históricos diarios de la acción a 180 d́ıas, a partir
de la fecha de emisión del contrato.

Bajo estas condiciones los datos que se tienen son

S T δ r σ
10.46 1 1

4
0.0439 0.2157

K u d p q
0.477 0.113 0.897 0.524 0.475

Tabla 4.1: Datos obtenidos para n = 4 bajo 180 d́ıas de observación.

Ya que el tiempo de vida de la opción se ha dividido en cuatro intervalos
de tres meses cada uno, usando (2.9) el árbol binomial para este ejemplo se
da en el cuadro 4.1.
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Cuadro 4.1: Árbol binomial de acciones de la empresa TELMEX

El comportamiento de la opción está dado por el cuadro 4.2 (calculando
los valores intŕınsecos al final de cada periodo y retrocediendo en el tiempo).
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Cuadro 4.2: Comportamiento de una opción de venta, TELMEX

Por lo tanto, el precio de la opción es de 1.099 unidades.

Aplicando la ecuación (2.13) se obtiene el mismo resultado para n = 4, a
continuación se muestra el valor de la opción para distintos valores de n.

n 5 9 20 100 300 500
ct 1.15 1.13 1.10 1.11 1.11 1.11

Tabla 4.2: Valuación de una opción de compra para distintos valores de n

Como ya se ha mencionado la convergencia se observa a partir de 300
etapas.
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4.1. TELMEX Caṕıtulo4.

Bajo estas condiciones se hará la valuación de la opción empleando el
modelo de Black-Scholes. Usando la ecuación (3.1)

c = 10.46Φ

(
ln( 10.46

10.47727
) + (0.0439 + 1

2
(0.21574222))

0.2157422

)

−(10.47727)e−0.0439Φ

(
ln( 10.46

10.47727
) + (0.0439− 1

2
(0.21574222)

0.2157422

)

= 1.113067.

Por lo tanto, el precio de la acción de compra es de $1.113067, que coinci-
de con el precio encotrado por medio del modelo binomial a partir de n = 100.

Ejemplo 4.1.2 Valuación de una Opción Europea de tipo put.

Se dará un ejemplo de valuación de una opción de venta usando el modelo
binomial para n = 5, es decir, el modelo se dividirá en cinco etapas, para el
modelo de Black-Scholes, también, se observará la convergencia del modelo
binomial al de Black-Scholes de forma numérica.

Se tienen los siguientes datos:

S T δ r σ
10.46 1 1

5
0.0439 0.2157422

K u d p q
10.47727 1.101291 0.980255 0.5215278 0.4784722

Tabla 4.3: Datos obtenidos para n = 5.

El comportamiento del precio de las acciones para n = 5 de observa en el
cuadro 4.3.
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Cuadro 4.3: Comportamiento del precio de las acciones para n = 5, TELMEX
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Cuadro 4.4: Comportamiento de una opción de venta para n=5 TELMEX

Y el comportamiento de la opción está dado en el cuadro 4.3 (calculando
los valores intrinsecos al final de cada periodo y retrocediendo en el tiempo).

Con la ecuación (2.13) se obtienen valores del modelo binomial para diferen-
tes ı́ndices de n.

n 6 10 50 100 300 500
ct 0.64 0.66 0.67 0.67 0.67 0.68

Tabla 4.4: Valuación de una opción de venta para distintos valores de n
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4.2. CEMEX Caṕıtulo4.

A continuación se calcula el valor de la opción mediante el modelo de
Black-Scholes por medio de la ecuación (3.2).

p = (10.47727)e−0.0439Φ

(
ln( 10.46

10.47727
) + (0.0439 + 1

2
(0.21574222))

0.2157422

)

−10.46Φ

(
ln( 10.46

10.47727
) + (0.0439− 1

2
0.21574222)

0.2157422

)
= 0.6135329.

En este caso se observa la convergencia (en una décima), del modelo
binomial al de Black-Scholes.

4.2. CEMEX

Ejemplo 4.2.1 Valuación de una opción Americana call.

A continuación se da un ejemplo de valuación de una opción de tipo
americana de compra sobre una acción de la empresa Cemex, S.A.B de C.V.
(CEMEXCPO.MX) que no paga dividendos, usando el modelo binomial y el
de Black-Scholes.

La opción es emitida el d́ıa 13 de Enero de 2012, el precio de cierre de
la acción fue de 7.67 unidades. Supongamos que la vigencia de la opción es
de 1 año y que se dividirá en tres etapas, es decir, el periodo de cada etapa
durará 4 meses. La tasa de interés libre de riesgo nacional es de 4.49 % y el
precio de liquidación será de 9.507 unidades.

Se observan los precios históricos diarios de la acción a 180 d́ıas, a partir
de la fecha de emisión del contrato.

37



4.2. CEMEX Caṕıtulo4.

Aśı, se tiene los siguientes datos

S T δ r σ
7.67 1 1

3
0.0449 0.67816962

K u d p q
9.507 1.479259 0.676014 0.4221192 0.5778808

Tabla 4.5: Parámetros para calcular el modelo binomial para n = 3.

Como se ha dividido el tiempo de vida de la opción en tres intervalos de
cuatro meses, el árbol binomial para este ejemplo se observa en el cuadro 4.5.
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Cuadro 4.5: Comportamiento del precio de las acciones para n=3, CEMEX

Usando la ecuación (2.7) se tiene que ct = 1.694814 unidades.

Como ya se mencionó, en el caso de una opción americana que no paga
dividendos el resultado es el mismo que para el caso de opciones europeas
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4.2. CEMEX Caṕıtulo4.

(véase [4]).

Calculando ct para distintos valores de n obtenemos la siguiente tabla
(tabla 4.6)

n 10 20 50 100 300 500
ct 1.69 1.66 1.64 1.65 1.65 1.65

Tabla 4.6: Valuación de una opción americana de venta para distintos
valores de n

Ejemplo 4.2.2 Valuación de una opción Americana de tipo put
aplicando el modelo Binomial.

Usando las mismas condiciones del Ejemplo 4.2.1, se emplea el modelo
Binomial para la empresa Cemex, S.A.B. de C.V. (CEMEXCPO.MX).

El comportamiento de la opción está dado en el cuadro 4.6.
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Cuadro 4.6: Comportamiento de una opción de venta para n=3.
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Cuadro 4.7: Árbol binomial para el valor de Ŝ, CEMEX

El valor de Ŝ = K − Suidj−i en cada nodo se da en el cuadro 4.7.

Comparando el valor en cada nodo de los dos árboles binomiales se toma
la decisión de ejercer hasta el vencimiento de la opción (en el nodo (0,0))
pues 3.23 < 7.67.

4.3. Genomma Lab

Ejemplo 4.3.1 Valuación de una opción Americana de venta apli-
cando el modelo Binomial.

A continuación se da un ejemplo de valuación de una opción de venta
americana que no paga dividendos de la empresa Genomma Lab Interna-
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cional, S.A.B. de C.V. (LAABB.MX).

La opción es emitida el 28 de Mayo de 2012, el precio de cierre fue de
24.97 unidades, son observados los precios históricos diarios (5 d́ıas a la se-
mana) a 180 d́ıas a partir de la fecha de emisión del contrato.

Supongamos que la vigencia de la opción es de seis meses, entonces T = 1
2

y se dividirá en seis etapas (cada etapa con duración de un mes), la tasa de
interés libre de riesgo es de 4.51 %. Los datos para este caso se muestran a
continuación

S T δ r σ
24.7 1

6
1
12

0.0451 0.36688339

K u d p q
23.544 1.111722 0.8995055 0.4912904 0.5087094

Tabla 4.7: Datos obtenidos para n = 6 para valuar una opción de tipo put

En el cuadro 4.8 se muestra el comportamiento de las acciones, en el
cuadro 4.9 se presenta el comportamiento de las opciones de venta, los nodos
encerrados son los posibles momentos de ejercer, en el que se observa que es
necesario que el precio del bien subyacente este a la baja.
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Cuadro 4.8: Comportamiento de una opción de venta para n = 6
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Cuadro 4.9: Árbol binomial para el valor de Ŝ, Genomma Lab
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Una herramienta que puede ser de utilidad para tomar la decisión de com-
prar o no una acción (o acciones), después de la adquisición de una opción,
es la implementación del modelo ARIMA, pues, con éste es posible realizar
una predicción en el precio de las acciones y aśı conocer una aproximación
del comportamiento de éstas.

A continuación, en el Caṕıtulo 5 se desarrolla el modelo ARMA que es un
caso particular del modelo ARIMA, en el Caṕıtulo 6 se presenta el modelo
ARIMA y, finalmente en el Caṕıtulo 7 se dan tres ejemplos de este modelo.
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Modelo ARMA

5.1. Series de Tiempo

Una serie de tiempo es el resultado de observar los valores de una varia-
ble a lo largo de un periodo de tiempo en intervalos regulares, ya sean d́ıas,
meses, años, etc. Una serie de tiempo generalmente es un proceso estocástico
{Zt : t ∈ [0,∞)}, donde t representa el tiempo, el proceso se denotará por
{Zt}, y zt como sus realizaciones.

Cuando una serie oscila alrededor de un nivel constante se dice que la se-
rie es estable o estacionaria; en cambio si la serie no se mantiene en un nivel
constante entonces la serie es no estacionaria; generalmente la clasificación
de una serie como estacionaria o no depende del periodo de observación.

Cuando una serie presenta un comportamiento que se repite a lo largo
del tiempo (de manera periódica) entonces se dice que la serie es estacional.

Las series de tiempo normalmente tienen una dependencia entre sus val-
ores presentes y sus valores pasados; para medir esta dependencia se emplea
las funciones de autocovarianza y autocorrelación que generalizan la idea de
covarianza y correlación entre dos variables.

Se dirá que un proceso (o serie) {Zt} es estable en media si no presenta
tendencia en su esperanza E[Zt] = µt; el proceso es estable si su varianza
V ar(Zt) = σt se mantiene constante en el tiempo.
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La dependencia lineal entre variables aleatorias del proceso se observa
por medio de las funciones de covarianza y correlación; la función de auto-
covarianza describe las covarianzas entre dos variables del proceso en dos
instantes de tiempo, esta se define como

γ(t, t+ j) = Cov(Zt, Zt+j) = E[(Zt−µt)(Zt+j−µt+j)], t, j ∈ [0,∞). (5.1)

La función de autocorrelación entre las variables Zt, Zt+j está dada por
(véase [14])

ρ(t, t+ j) =
Cov(Zt, Zt+j)

σtσt+j
=

γ(t, t+ j)√
γ(t, t)γ(t+ j, t+ j)

.

Definición 5.1.1 Un proceso estocástico (serie de tiempo) es estacionario
en sentido estricto si:

1. Las distribuciones marginales de todas las variables son idénticas.

2. Las distribuciones finito-dimensionales de cualquier conjunto de varia-
bles sólo depende de los retardos entre ellas.

En otras palabras, la primera condición de la definición se refiere a que
la esperanza y la varianza de todas las variables son las mismas (aśı como
los coeficientes de asimetŕıa y curtosis), con la segunda condición se pide
que la dependencia entre las variables sólo dependa de sus retardos, es decir,
existe la misma dependencia entre las variables Zt, Zt+j que entre las variables
Zt+k, Zt+j+k con j, k ∈ N, donde Zt es el retardo de Zt+j en j observaciones.

Definición 5.1.2 Un proceso estocástico es estacionario en sentido débil si
para todo t

1. µt = µ.

2. σ2
t = σ2.

3. γ(t, t− k) = E[(zt − µ)(zt+k − µ)] = γk con k = 0,±1,±2, . . . .
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Las dos primeras condiciones establecen que la media y la varianza son
constantes, la tercera condición plantea que la covarianza entre las dos va-
riables depende sólo de su separación (véase [14]).

En un proceso estacionario las autocovarianzas y las autocorrelaciones
sólo dependen del retardo entre sus observaciones, es decir,

Cov(zt, zt+k) = Cov(zt+j, zt+j+k) = γk. j = 0,±1,±2, . . .

ρk =
Cov(zt, zt−k)√
var(zt)var(zt−k)

. (5.2)

Definición 5.1.3 Un proceso de ruido blanco es un proceso estocástico Zt
que cumple con

E[Zt]=0, t = 0, 1, 2, . . .

Var(Zt)=σ2 constante, t = 0, 1, 2, . . .

Cov(Zt, Zt−k)=0, k = ±1,±2, . . .

Un proceso de ruido blanco es un proceso estacionario, la esperanza del
proceso siempre es cero por lo tanto, no depende de t, la varianza del proceso
es σ2 constante aśı que, la varianza tampoco depende del tiempo, la tercera
condición implica que las variables del proceso estan no correlacionadas para
todos los retardos (véase [11]).

Una serie de tiempo puede ser repesentada por medio de procesos auto-
rregresivos (AR), de médias móviles (MA), o de la combinación de ambos
(ARMA).

5.2. Procesos Autorregresivos

Los modelos mas simples de procesos estacionarios utilizados para repre-
sentar la dependencia de los valores de una serie de tiempo de su pasado son
los modelos autorregresivos, que generalizan la idea de regresión lineal entre
dos variables aleatorias.
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En esta sección se muestran las propiedades que tiene un proceso auto-
rregresivo de orden uno, después estas se generalizan para un AR de orden
p.

5.2.1. AR(1)

Una serie {Zt} sigue un proceso autorregresivo de primer orden (AR(1))
si está dado por

zt = c+ φzt−1 + at. (5.3)

Donde c y φ son constantes y {at} es un proceso de ruido blanco con
varianza σ2, at también son conocidas como innovaciones; la condición nece-
saria para que el proceso sea estacionario es que −1 < φ < 1.

Éste, es un proceso de Markov pues el valor presente de la serie sólo
depende del último valor observado; esta dependencia lineal puede generali-
zarse, es decir, puede ocurrir que el valor actual de la serie no solo dependa
de zt sino también de los p retardos anteriores, que se verá en la sección 5.2.2,
(véase [14]).

Una herramienta utilizada para la representación de series de tiempo es el
operador de retardo (véase Apéndice B), la ecuación (5.3) se reescribe en
términos de éste como

(1− φB)z̃t = at,

donde z̃t = zt − µ.

Un supuesto en los procesos AR es la estacionariedad, para que el proceso
{Zt} sea estacionario, la ráız de su ecuación caracteŕıstica debe encontrarse
fuera del ćırculo unitario.

1− φB = 0. (5.4)

Supongamos que z0 = h, (con h ∈ R) entonces

z1 = c+ φh+ a1,
...

zt = c
t−1∑
i=0

φi + φth+
t−1∑
i=0

φiat−i.
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Por lo tanto, la esperanza de zt es

E[zt] = c

t−1∑
i=0

φi + φth, t < 0. (5.5)

Si −1 < φ < 1 y haciendo t → ∞ entonces (5.5) no depende de t y por
lo tanto, se tiene la estacionariedad y

E[zt] = µ =
c

1− φ
· (5.6)

Sustituyendo c = µ(1− φ) en (5.3) se reescribe como

zt = µ(1− φ) + φzt−1 + at

zt = µ− µφ+ φzt−1 + at,

zt − µ = φ(zt−1 − µ) + at. (5.7)

Elevando al cuadrado y tomando esperanza en (5.7) se obtiene la varianza
σ2
z del proceso

E[(zt − µ)2] = E[(φ(zt−1 − µ) + at)
2]

var(zt) = φ2E[(zt−1 − µ)2] + 2φE[(zt−1 − µ)at]︸ ︷︷ ︸
0

+E[a2t ]︸ ︷︷ ︸
σ2

. (5.8)

Aśı, (5.8) se reescribe como

σ2
z = φ2σ2

z + σ2,

σ2
z =

σ2

1− φ2
· (5.9)

Según las ecuaciones (5.1) y (5.7) y tomando en cuenta que el proceso
es estacionario, la función de autocovarianzas de k periodos consecutivos
está dada por

γk = E[(zt−k − µ)(zt − µ)] = E[(zt−k − µ)(φ(zt−1 − µ) + at)],

como E[(zt−k − µ)at] = 0, entonces

γk = φE[(zt−k − µ)(zt−1 − µ)],

γk = φγk−1 k = 1, 2, . . . · (5.10)
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Para obtener la función de autocorrelación también llamada función de
autocorrelación simple (fas) observemos que, como γ0 = σ2

z y por (5.2) se
tiene

ρk =
γk
γ0
· (5.11)

De (5.10)
ρk = φk.

Si k −→∞ entonces ρk −→ 0 por lo tanto, la función de autocorrelación
simple de un proceso AR(1) decrece geométricamente hasta llegar a cero.

Si φ > 0 el valor del proceso en el instante t es parecido al del instante
t− 1 (dependencia positiva); si φ < 0 el valor de t generalmente es de signo
opuesto al de t− 1 (véase[14]).

5.2.2. AR(p)

Una serie de tiempo {Zt} estacionaria sigue un proceso autorregresivo de
orden p si zt se puede expresar en términos de sus retardos hasta zt−p y una
innovación at, es decir

zt = φ1zt−1 + · · ·+ φpzt−p + at. (5.12)

En términos del operador de retardo (5.12) se reescribe como

(1− φ1B − · · · − φpBp)zt = at.

Se define a φp(B) como el polinomio autorregeresivo

φp(B) = 1− φ1B − · · · − φpBp,

La ecuación
φp(B) = 0, (5.13)

es conocida como la ecuación caracteŕıstica del proceso, esta ecuación tiene
p ráıces (generalmente distintas) G−11 , G−12 , . . . , G−1p , entonces (5.13) se rees-
cribe como

φp(B) = (1−G1B)(1−G2B) . . . (1−GpB).

En el Teorema B.2.1 del Apéndice B se demuestra que el proceso es esta-
cionario si y sólo si |Gi| < 1 para todo i.
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Para calcular la esperanza del proceso se deben tomar en cuenta dos
observaciones: E[at] = 0 pues es un proceso de ruido blanco y la segunda es
que ya que es un proceso estacionario, la esperanza no depende del tiempo,
es decir, E[zt−1] = E[zt−2] = · · · = E[zt−p], por lo tanto

E[zt] = E[φ1zt−1 + · · ·+ φpzt−p + at].

Equivalentemente

E[at] = (1− φ1 − · · · − φp)E[zt]

= 0.

Para el caso del proceso

zt = c+ φ1zt−1 + · · ·+ φpzt−p + at.

En este caso la esperanza está dada por

(1− φ1 − · · · − φp)E[zt] = c

E[zt] =
c

1− φ1 − · · · − φp
.

Para calcular la función de autocorrelación simple se multiplica (5.12) por
z̃t−k, tomando esperanzas y dividiendo por γ0 se obtiene

ρk = φ1ρk−1 + φ2ρk−2 + · · ·+ φpρk−p ·

Determinar el orden de un proceso autorregresivo a partir de su función
de autocorrelación simple no es fácil, aśı que se emplea la función de auto-
correlación parcial (fap).

Definición 5.2.1 Se define el coeficiente de autocorrelación parcial de or-
den k, ρpk, como el coeficiente de correlación entre observaciones separadas k
periodos cuando se elimina la relación entre las dos variables.

Definimos z̃t = zt − µ, para calcular ρpk se debe eliminar el efecto de
z̃t−1, z̃t−2, . . . , z̃t−k+1 sobre z̃t por medio de la siguiente regresión

z̃t = β1z̃t−1 + · · ·+ βk−1z̃t−k+1 + ut,
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ut reune la parte de z̃t no común con z̃t−1, . . . , z̃t−k+1; después se debe eliminar
el efecto de z̃t−1, z̃t−2, . . . , z̃t−k+1 sobre z̃t por medio de la regresión

z̃t−k = γ1z̃t−1 + · · ·+ γk−1z̃t−k+1 + vt,

donde vt contiene la parte de z̃t−k no común con las observaciones interme-
dias.

Se calcula el coeficiente de correlación simple entre ut y vt que por defini-
ción es el coeficiente de autocorrelación parcial. Los pasos seguidos equivalen
a ajustar a la regresión múltiple

z̃t = αk1z̃t−1 + · · ·+ αkkz̃t−k + ηt,

y entonces
ρpk = αkk ·

Es decir, el coeficiente de autocorrelación parcial de orden k es el coefi-
ciente αkk de la variable z̃t−k al ajustar los datos de la serie a un AR(k).

Se llamará función de autocorrelación parcial a la representación de los
coeficientes de autocorrelación parcial en función del retardo

z̃t = α11z̃t−1 + η1t

z̃t = α21z̃t−1 + α22z̃t−2 + η2t
...

z̃t = αk1z̃t−1 + · · ·+ αkkz̃t−k + ηkt,

los coeficientes αij, i, j ∈ {1, 2, . . . , k} proporcionan la función de autocorre-
lación parcial.

Con lo que se concluye que en un AR(p) los p primeros coeficientes serán
distintos de cero y por lo tanto, en la fap estos coeficientes indican el orden
del proceso.

Los procesos AR(p) pueden ser representados como suma de innovaciones,
esta representación también es llamada forma MA(∞), se obtiene invirtiendo
el operador AR(p) como

ψ(B) = φ(B)−1,
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se cumple

(1− φ1B − · · · − φpBp)(1 + ψ1B + ψ2B
2 + . . . ) = 1.

Se debe verificar que

ψk = φ1ψk−1 + · · ·+ φpψk−1.

5.3. Procesos de Medias Móviles

Los procesos de medias móviles (MA) tienen la propiedad de representar
series de tiempo de memoria corta, estos procesos son función de un número
finito (generalmente pequeño) de innovaciones pasadas.

5.3.1. MA(1)

Los procesos de medias móviles de orden uno, son los modelos mas sim-
ples, donde el valor actual de la serie sólo esta correlacionado con el valor
anterior (véase [14]), es decir, la perturbación at aparece en el sistema en el
momento t e influye en zt y en zt+1 únicamente, por lo que su memoria es de
un solo periodo (véase [10]).

El proceso de media móvil de orden uno está dado por

z̃t = at − θat−1, (5.14)

donde z̃t = zt − µ, µ es la esperanza del proceso y at un proceso de ruido
blanco con varianza σ2. Este proceso es estacionario pues es la suma de dos
procesos estacionarios at y −θat−1.

Uno de los supuestos del proceso es que −1 < θ < 1, y que la innovación
en el instante t− 1 tenga menos peso que en el instante t. Los procesos MA
tienen la propiedad que los valores pasados decrecen con el tiempo; según el
modelo z̃t−1 = at−1 − θat−2 despejando at−1 y sustituyendo en (5.14)

z̃t = at − θ(z̃t−1 + θat−2)

= at − θz̃t−1 + θ2at−2 ·
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Repitiendo este proceso t veces se tiene

z̃t = at −
t−1∑
i=1

θiz̃t−1 + θta0 ·

Con esto se puede observar que si |θ| < 1 entonces z̃t−k tiende a cero
cuando t −→∞, por lo que (5.14) se puede reescribir como

z̃t = at −
∞∑
i=1

θiz̃t−1 ·

Para calcular la esperanza del proceso

E[z̃t] = E[at − θat−1] = 0.

Por lo tanto, MA(1) es estacionario en media para todo θ (con −1 < θ < 1).
La varianza del proceso se calcula elevando al cuadrado (5.14) y tomando
esperanzas de ambos lados, denotando σ2

z a la varianza del proceso

E[z̃2t ] = E[a2t ]− 2θE[atat−1] + θ2E[a2t−1]

var(z̃t) = σ2 + θ2σ2

σ2
z = σ2(1 + θ2).

Aśı la varianza del modelo MA(1) es constante y finita para cualquier valor de
θ por lo que el proceso es estacionario en varianza. Para calcular la función de
autocovarianzas del modelo se multiplica la ecuación (5.14) por zt−i (con i =
1, 2, . . . ) y se aplican esperanzas, tomando i = 1 se obtiene la autocovarianza
de primer orden

γ1 = E[z̃tz̃t−1]

= E[(at − θat−1)z̃t−1]
= E[atz̃t−1]− θE[at−1z̃t−1], (5.15)

como z̃t−1 no depende de las innovaciones futuras entonces el primer término
de (5.15) es cero y

−θE[at−1z̃t−1] = −θE[a2t−1] + θ2E[at−1at−2]

γ1 = −θσ2.
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Para calcular la autocovarianza de orden dos (i = 2)

γ2 = E[z̃tz̃t−2]

= E[(at − θat−1)z̃t−2]
= E[atz̃t−2]− θE[at−1z̃t−2]

= 0,

lo mismo ocurre para i > 2 por lo tanto, la función de autocovarianzas para
el proceso MA(1) es

γk =


(1 + θ2)σ2 , si k = 0,
−θσ2 , si k = 1,
0 , si k > 1.

La función de autocorrelación simple según (5.11) es

ρk =


1 , si k = 0,
− θ

1+θ2
, si k = 1,

0 , si k > 1.

Los modelos lineales deben cumplir dos condiciones más, deben ser mode-
los no anticipantes e invertibles ; el modelo MA(1) es no anticipante porque
el futuro no influye en el pasado, para que sea invertible debe cumplir que
su representación autorregresiva converja, es decir, que se cumpla que la in-
fluencia de zt disminuya conforme se aleja del pasado; para que se cumpla
esta condición es necesario y suficiente que |θ| < 1 , por lo que el modelo
MA(1) no siempre es invertible.

Bajo las condiciones de invertibilidad,cualquier modelo de medias móviles,
se puede escribir en forma autorregresiva (véase [10]).

5.3.2. MA(q)

La generalización de un MA(1) es un proceso de medias móviles de orden
q, MA(q), en este caso el proceso no sólo depende de la última innovación
observada sino también de las últimas q innovaciones, el proceso se representa
como

z̃t = at − θ1at−1 − θ2at−2 − · · · − θqat−q.
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Un proceso de medias móviles siempre es estacionario pues es la suma de
procesos estacionarios, ya que el modelo MA(q) es generalización de MA(1)
entonces sus caracteŕısticas serán similares, la esperanza, varianza, covarian-
zas y autocorrelaciones no dependen de t.

Esperanza

E[z̃t] = E[at − θ1at−1 − θ2at−2 − · · · − θqat−q] = 0. (5.16)

La varianza y autocovarianzas se obtienen multiplicando (5.16) por z̃t−k
para k ≥ 0 y tomando esperanzas se tiene

γk =


(1 + θ21 + · · ·+ θ2q)σ

2 , si k = 0,
(−θk − θ1θk+1 − · · · − θq−kθq)σ2 , si k = 1, . . . , q,
0 , si k > q.

Dividiendo las autocovarianzas por γ0 se tiene que la función de autocor-
relación es

ρk =
−θk + θ1θk+1 + · · ·+ θq−kθq

1 + θ2
si k = 1, . . . , q ·

ρk = 0, si k > q ·

Con la función de autocorrelación se puede observar que los procesos
MA(q) tienen memoria corta (de q periodos), esta función es empleada para
determinar el orden del proceso; en la serie {Zt} con función de autocorrela-
ción ρl si ρq 6= 0, pero ρl = 0 para l > q entonces {Zt} sigue MA(q) (véase
[16]).

Para calcular la función de autocorrelación parcial MA(q) se representa
como un AR(∞) por medio de

θ−1q (B)z̃t = at,

denotanto θ−1q (B) = π(B)

π(B) = 1−
∞∑
i=1

πiB
i,
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los coeficientes de π(B) se obtienen con la condición π(B)θq(B) = 1. Igua-
lando las pontencias de B a cero se obtiene que los coeficientes πi cumplen
con

πk = θ1πk−1 + · · ·+ θqπk−q, (π0 = 1, πj = 0 si j < 0),

aśı que el proceso MA se puede reescribir en términos de AR(∞) como

z̃t =
∞∑
i=1

πiz̃t−i + at ·

El modelo MA(q) es no anticipante porque el pasado no depende del
futuro, también, el modelo es invertible si su representación autorregresiva
es tal que la influencia de zt−k es menor conforme se aleja del pasado; se dice
que el modelo MA(q) es invertible si las ráıces del operador θq(B) = 0 son
en módulo mayores que uno.

5.4. Modelo ARMA

Los procesos autorregresivos de medias móviles (ARMA), constan de dos
partes, una parte autorregresiva de orden p que permiten muchos coeficientes
distintos de cero pero, que decrecen geométricamente y otra parte de medias
móviles de orden q, que permiten pocos coeficientes distintos de cero con
valores arbitrarios, en otras palabras un proceso {Zt} estacionario se puede
escribir en función de su pasado hasta el retardo p , y el pasado de la inno-
vación hasta el retardo q. El modelo ARMA está definido como

zt = c+ φ1zt−1 + · · ·+ φpzt−p + at − θ1at−1 − · · · − θqat−q ·

El modelo más simple es ARMA(1,1).

5.4.1. ARMA(1,1)

El modelo ARMA(1,1) se representa como

z̃t = φ1z̃t−1 + at − θ1at−1, (5.17)

donde at es un proceso de ruido blanco con varianza σ2. En términos del
operador de retardo el modelo está dado por

(1− φ1B)z̃t = (1− θ1B)at, (5.18)
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5.4. Modelo ARMA Caṕıtulo5.

φ1 y θ1 deben ser distintos pues si φ1 = θ1 multiplicando (1 − φ1B)−1 por
ambos miembros de (5.18) se tendŕıa que z̃t = at es un proceso de ruido
blanco.

Para que el proceso sea estacionario es necesario que |φ1| < 1, esta condi-
ción es impuesta por la parte autorregresiva por el Teorema B.2.1 pues la
parte MA siempre es estacionaria. Para que el proceso ARMA sea invertible
se necesita que |θ1| < 1 condición impuesta por la parte de medias móviles
en el Teorema B.2.2, la parte autorregresiva finita siempre es invertible pues
está escrita en forma autorregresiva (véase [10]).

La esperanza del proceso ARMA(1,1) se calcula como

E[z̃t] = E[φ1z̃t−1 + at − θ1at−1]
E[z̃t] = φ1E[z̃t−1],

de la ecuación (5.6)
E[z̃t] = 0. cuando c = 0

Para obtener la varianza y la función de autocorrelación se multiplica z̃t−k
por (5.17) y se toma esperanza

γk = φγk−1 + E[atz̃t−k]− θ1E[at−1z̃t−k]. (5.19)

Si el proceso es representado como MA(∞), invirtiendo la parte autorre-
gresiva, se observa que cuando k > 1, at no está correlacionado con la historia
de la serie

z̃t = (1− φ1B)−1(1− θ1B)at

= at + (φ1 − θ1)at−1 + φ1(φ1 − θ1)at−2 + . . . ·

Aśı que
γk = φγk−1 k > 1.

Para k = 0, primero se demostrará que E[atz̃t] = σ2

E[atz̃t] = E[at(φ1z̃t−1 + at − θ1at−1)]
= φ1E[atz̃t−1] + E[a2t ]− θ1E[atat−1]

= E[a2t ]

= σ2,
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5.4. Modelo ARMA Caṕıtulo5.

análogamente
E[at−1z̃t] = σ2(φ1 − θ1),

sustituyendo estos dos resultados en (5.19) para k = 0

γ0 = φγ1 + σ2 − θ1σ2(φ1 − θ1), (5.20)

ahora, para k = 1 se obtiene

γ1 = φγ0 − θ1σ2,

sustituyendo en (5.20)

γ0 = σ21− 2φ1θ1 + θ21
1− φ2

1

,

por lo tanto, la función de autocovarianzas es

γk =


σ2(1− 2φ1θ1 + θ21)(1− φ2

1)
−1 , si k = 0,

φγ0 − θ1σ2 , si k = 1,
φ1γk−1 , si k > 1.

Con lo que se observa que la varianza cuenta con una parte de medias
móviles, otra autorregresiva y una que es la interacción entre ambas partes
del modelo; la autocovarianza de orden uno es la suma de las autocovarianzas
de orden uno de la parte AR y la parte MA.

La función de autocorrelación simple es

ρk =

{
φ1 − (θ1σ

2)γ−10 si k = 1
φ1γk−1 si k > 1

se observa que la función de autocorrelación simple de orden uno depende de
los parámetros autorregresivos y de medias móviles, pero, a partir del orden
dos decrece exponencialmente, este decrecimiento está determinado por el
parámetro φ1.

Para calcular la función de autocorrelación parcial el modelo ARMA(1,1)
se reescribe en la forma AR(∞) como

(1− θ1B)−1(1− φ1B)z̃t = at,
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5.4. Modelo ARMA Caṕıtulo5.

ya que (1− θ1B)−1 = 1 +
∑∞

i=1 θ
i
1B

i se tiene que la fap está dada por

z̃t = (φ1 − θ1)z̃t−1 + θ1(φ1 − θ1)z̃t−2 + θ21(φ1 − θ1)z̃t−3 + · · ·+ at.

Los resultados obtenidos para el modelo ARMA(1,1) se pueden generali-
zar para el caso de un modelo ARMA(p, q).

5.4.2. ARMA(p, q)

El modelo ARMA(p, q) puede ser representado como

zt =

p∑
i=1

φizt−i + at −
q∑
j=1

θjat−j, (5.21)

donde {at} es un proceso de ruido blanco, y p, q ∈ N. En términos del ope-
rador de retardo el modelo está dado por

(1− φ1B − · · · − φpBp)zt = (1− θ1B − · · · − θqBq)at.

El proceso es estacionario si las ráıces de φp(B) son mayores que uno en
módulo; también, será invertible si las ráıces de θ1(B) están fuera del ćırculo
unidad.

Supongamos que los procesos AR(p) y MA(q) no tienen coeficientes en
común (φi 6= θj para todo i = 1, . . . , p y para todo j = 1, . . . , q), en caso de
no cumplirse esta condición el orden del modelo se reduciŕıa (véase [16]).

La esperanza del modelo ARMA(p, q) está dada sólo por la parte auto-
rregresiva pues E[at] = 0 para todo t

E[zt] =
1

1− φ1 − · · · − φp
.

Las autocovarianzas se obtienen multiplicando (5.21) por zt−k y se toman
esperanzas

γk − φ1γk−1 − · · · − φpγk−p = E[at]− θ1E[at−1zt−k]− · · · − θqE[at−qzt−k],

para k > q
γk − φ1γk−1 − · · · − φpγk−p = 0,
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y dividiendo por γ0

ρk − φ1ρk−1 − · · · − φpρk−p = 0.

Por lo tanto, los coeficientes de la función de autocorrelación para k > q
tendrán un decrecimiento determinado por la parte autorregresiva.
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Caṕıtulo 6

Modelo ARIMA

Como ya se ha mencionado el modelo ARMA consiste de dos partes una
parte autorregresiva (AR) de orden p y una parte de medias móviles (MA) de
orden q, cuando el modelo no es estacionario se deben hacer transformaciones
para volver al proceso estacionario, aśı el modelo ARMA se convierte en
el modelo ARIMA (procesos autorregresivos integrados de medias móviles)
donde la letra “I” indica el número de diferencias que se deben realizar para
que el proceso se vuelva estacionario, este modelo está dado por

zt = c+ φ1zt−1 + · · ·+ φpzt−p + at − θ1at−1 − · · · − θqat−q.

El modelo ARIMA es una herramienta de predicción desarrollado por
Box y Jenkis en 1976, este modelo también es referido como ARIMA(p, d, q)
donde p representa el orden del proceso AR, q es el orden del proceso MA y d
es el número de raices unitarias del proceso (orden de integración) (véase [2]).

La construcción de modelos ARIMA se lleva a cabo de forma iterativa me-
diante los siguientes pasos

1. Identificación

estacionariedad

determinación de los órdenes p, d, q

2. Estimación

estimación de parámetros
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6.1. Identificación Caṕıtulo6.

selección del modelo

3. Validación (verificación de los parámetros)

4. Predicción (uso del modelo)

6.1. Identificación

La primera etapa consiste en identificar el posible modelo ARIMA que
sigue la serie, primero se debe determinar si la serie es estacionaria o no, en
caso de no serlo se debe diferenciar, en esta etapa también se estiman los
órdenes de p, d, q y se identifican los posibles modelos para la serie.

La modelación ARIMA se fundamenta en el supuesto de que el proce-
so estocástico es estacionario (en sentido débil o estricto) por lo tanto, se
debe comprobar la estacionariedad del proceso (véase [13]). En caso de que
el proceso {Zt} no sea estacionario se debe determinar el orden de integración.

Definición 6.1.1 Un proceso {Zt} es integrado de orden d (Zt ∼ I(d)) si
Zt no es estacionario pero su diferencia de orden d, ∇dzZt sigue un proceso
ARMA(p− d, q) estacionario e invertible (véase [10]).

En otras palabras la definición expresa que, una vez que el orden de
integración se ha determinado, el modelo ARIMA se puede interpretar como
un modelo ARMA para la transformación estacionaria ∇dzt con lo que se
obtiene una nueva serie {Yt}.

Yt = ∇dzt.

Esta tranformación es una función tal que se preserve el orden de los elemen-
tos de la serie, pero disminuye la dispersión de ésta.

6.1.1. Estacionariedad en Media

Si la serie tiene tendencia o presenta cambios de nivel en la media, es
necesario diferenciar para que la serie se vuelva estacionaria, la decisión de
diferenciar puede estar basada en la observación de la gráfica de la serie, con
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6.1. Identificación Caṕıtulo6.

un correlograma, o por medio de un test de ráıces unitarias.

Cuando la decisión de diferenciar no es clara por medio de la gráfica
entonces es necesario observar la fas, si una serie tiene autocorrelaciones po-
sitivas con decrecimiento lento, entonces no es estacionaria (véase [14]).

Si la serie no es estacionaria en media se toman d diferencias sucesivas
(de orden uno) hasta obtener una serie estacionaria.

(1−B)zt = ∇ ln zt

= ln
( zt
zt−1

)
.

En las series económicas generalmente es necesario diferenciar solo una
vez, para tener mayor seguridad del número de diferencias necesarias se debe
realizar un contraste de ráıces unitarias en el que si se rechaza la hipótesis nula
de que ∇dzt tiene una ráız unitaria, entonces no se debe seguir diferenciando,
uno de los contrastes más utilizados es el de Dickey-Fuller aumentado,
que es una generalización del test de Dickey-Fuller (véase [7]).

6.1.2. Estacionariedad en Varianza

Una serie es estacionaria en varianza si existe una única varianza para
toda la serie de tiempo, si la serie no es estacionaria en varianza se utilizan
las transformaciones de Box-Cox

yλt =

{
(zλt − 1)(λ)−1 , si λ 6= 0,
ln(zt) , si λ = 0.

En el caso de series económicas generalmente se tienen valores mayores
que cero, por tanto, la tranformación más utilizada es la logaŕıtmica.

6.1.3. Test de Dickey-Fuller Aumentado

Test de Dickey-Fuller: El Test de Dickey-Fuller es el contraste de ráıces
unitarias para el modelo autorregresivo más simple AR(1), en este, se parte
de la suposición de que se tienen T observaciones de una serie de tiempo
{Zt}, restando zt−1 en ambos lados de la ecuación (5.3) se tiene

zt − zt−1 = c+ φzt−1 − zt−1 + at,

∇zt = c+ βzt−1 + at , (6.1)
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el modelo (6.1) es conocido como modelo de correción de error donde fac-
torizando zt−1 se tiene que β = φ − 1, en este caso el juego de hipótesis
será

H0 : β = 0
vs

Ha : β < 0

Es decir, que si β = 0 entonces la serie tendrá una ráız unitaria que implica
que la serie no es estacionaria, por el contrario, si β < 0 entonces la serie no
tiene ráıces unitarias y por lo tanto, la serie es estacionaria.

El estad́ıstico de la prueba es

t =
β̂

ŝβ
, (6.2)

donde β̂ es estimador de mı́nimos cuadrados de β y ŝβ es el estimador de su
varianza.

Este estad́ıstico es llamado estad́ıstico de Dickey-Fuller, este no sigue
ninguna distribución conocida aśı, que Dickey y Fuller calcularon sus per-
centiles bajo H0, proporcionando las tablas con los niveles cŕıticos correctos
para el estad́ıstico en función del tamaño de la muestra T y el nivelde signi-
ficancia α.

Se rechaza H0 : a un nivel de significancia α si el valor del estad́ıstico t
es menor que el valor cŕıtico de las tablas de Dickey-Fuller (DFα).

t < DFα.

La generalización del test de Dickey-Fuller es el test de Dickey-Fuller
aumentado.

Test de Dickey-Fuller aumentado: El test de Dickey-Fuller aumentado
es empleado cuando se tiene un modelo ARMA ya que en este caso se tienen
AR(p+1), esta prueba intenta contrastar la condición de una ráız unitaria
del operador φp+1(B), aśı que el modelo (5.12) se reescribe como

∇zt = βzt−1 + α1∇zt−1 + · · ·+ αp−1∇zt−p+1 + at,
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donde

β =

p∑
i=1

φi − 1 y αi =
i∑

j=1

φp−i+j ·

Si en un proceso autorregresivo de orden p se cumple que
∑p

i=0 φi = 1,
entonces el proceso tiene una ráız unitaria, aśı que

H0 : β = 0,
vs

Ha : β 6= 0.

El estad́ıstico de prueba es el mismo que en el caso de AR(1) y por tanto
su distribución es la misma, se rechaza H0 : a un nivel de significancia α
si el valor del estad́ıstico t es menor que el valor cŕıtico de las tablas de
Dickey-Fuller (DFα):

t < DFα.

6.1.4. Determinación del Orden de p y q

En la etapa de identificación como ya se mencionó también se debe de-
terminar el orden de la parte autorregresiva y el orden de la parte de medias
móviles para lo que se emplea fas y la fap. En el caso que la serie sea esta-
cional también se deben determinar los órdenes de P y Q de la estructura
ARMA estacional.

La Función de Autocorrelación Simple proporciona el grado de depen-
dencia que muestran las observaciones respecto del conjunto de la serie de
tiempo; esta función es simétrica y se encuentra entre -1 (correlación negati-
va) y 1 (Correlación positiva).

La función de Autocorrelación Parcial reune los efectos de un rezago de-
terminado sobre la variable explicada, corregido por los rezagos medios.

Una de las caracteŕısticas de los procesos AR(p) es que su fas decrece
geométricamente, mientras que en su fap las primeras p observaciones son
diferentes a cero, y a partir de la observación p + 1 el valor de esta es cero.
En el caso de un proceso MA(q), el comportamiento de estas funciones es
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contrario: la función de autocorrelación simple decae a cero a partir de la
observación q + 1, mientras que la representación de la fap presenta un de-
caimiento geométrico.

Es por este motivo que la identificación de un proceso AR(p) se logra
utilizando la fap, mientras que para identificar un proceso MA(q) se requiere
de la fas (véase [13]).

Los coeficientes de autocorrelación muestral de {Yt} están dados por

ρ̂k =

∑T ∗

t=k+1(yt − µ̄)(yt−k − µ̄)∑T ∗

t=k+1(yt − µ̄)
, k = 1, 2, . . . ,

donde T ∗ = T − d que es la longitud de la serie estacionaria {Yt}.

Para identificar cuando un coeficiente ρ̂k es distinto de cero se necesita
conocer su error estándar, tomando 1√

T ∗ como el error que es aproximada-
mente el error de un coeficiente de correlación entre variables independientes,
si todos los coeficientes de autocovarianzas fueran iguales a cero las desvia-
ciones t́ıpicas seŕıan aproximadas a 1√

T ∗ y aśı se pueden constrúır bandas

de confianza ± 2√
T ∗ y considerar como significativos los coeficientes fuera de

dichas bandas.

En la etapa de identificación no necesariamente se debe de encotrar el
modelo correcto, lo importante es poder identificar un conjunto de posibles
modelos (sencillos) que en las siguientes etapas son analizados nuevamente.

6.2. Estimación

Una vez que se han elegido los posibles modelos, se deben estimar los
coeficientes, se obtienen errores estándar y los residuos de estos, en esta
etapa también se debe seleccionar el modelo que mejor describa los datos.

6.2.1. Estimación de Parámetros

Supongamos que se tiene una serie estacionaria {Yt} de tamaño T , se
desean estimar los parámetros de un modelo ARMA, normalmente se utiliza
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el método de máxima verosimilitud o el método de mı́nimos cuadrados.

Uno de los supuestos para la estimación es que no se dispone de informa-
ción a priori sobre los valores de los parámetros del proceso, y que se dispone
de una muestra grande.

Supongamos que se tiene un proceso ARMA del cual se desean estimar
sus parámetros por máxima verosimilitud a partir de la función de densidad
conjunta de las T observaciones {y1, . . . , yT} y maximizarla respecto a los
parámetros.

La densidad conjunta de (Y1, . . . , YT ) puede ser escrita como producto de
una densidad univariada y una densidad condicional

f(Y1,...,YT )(y1, . . . , yT ) = f(Y1)(y1)f(Y2,...,YT |Y1)(y2, . . . , yT |y1). (6.3)

para simplificar la notación se escribirá

f(Y1,...,YT )(y1, . . . , yT ) = f(y1, . . . , yT )

siguiendo pasos análogos a (6.3) se tiene

f(y1, . . . , yT ) = f(y1)f(y2|y1)f(y3|y2, y1) . . . f(yT |yT−1, . . . y2, y1), (6.4)

gracias a (6.4) se puede escribir la verosimilitud de un modelo ARIMA. El
predictor que minimiza el error cuadrático medio de predicción (ECMP) es
la esperanza condicionada a los valores observados (ver Apéndice C), bajo
el supuesto de normalidad, tomando como esperanza de yi (i = 1, 2, . . . , T )
cero, todas las distribuciones condicionadas también serán normales.
Denotaremos a

ŷt−1(1) = yt|t−1 = E[yt|yt−1, . . . , y1],
que es el predictor de yt, este se obtiene gracias a las t − 1 observaciones
anteriores, por lo tanto, el error de predicción será

et = yt − yt|t−1.

Estos errores están relacionados con las innovaciones, aunque no coinciden
en todos los casos, a causa de los valores iniciales. Considérese una serie
y1, y2, . . . , yT con media cero que es generada por un AR(1), es decir

yt = φyt−1 + at,
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con φ conocido, entonces tomando esperanzas, se tiene que wt|t−1 = φyt−1 =
0, (t = 2, . . . , T , E[yt] = 0), ahora, calculando los errores de predicción

e1 = y1 − y1|0 = y1 − φE[w0] = y1

e2 = y2 − y2|1 = y2 − φw1 = a2
...

eT = yt − φyT−1 = aT ,

nótese que e1 6= a1, por otro lado, la varianza de los errores de predicción et
(t = 2, . . . , T ) a un paso están dados por

var(ei) = var(yi − yi|i−1) = var(ai) = σ2, i = 2, . . . , T,

donde σ2 es la varianza de las innovaciones; para el caso i = 1 la varianza
se obtiene de la ecuación (5.9) pues var(e1) = var(y1), y1 es un proceso
estacionario, por lo tanto

var(e1) = σ2(1− φ)−1.

Ya que σ2 es factor común en ambos casos entonces denotaremos por σ2vt|t−1
a la varianza de yt condicionadas a yt−1, . . . , y1, por lo tanto, (6.4) es igual a

f(y1, . . . , yT ) =
T∏
t=1

1√
2πσvt|t−1

exp

{
− 1

2

∑T
t=1(yt − yt|t−1)2

σ2vt|t−1

}
,

y su función de verosimilitud es

L(µ, φ1, . . . , φp, θ1, . . . , θq, σ
2) = −T

2
log(σ2)− 1

2

T∑
t=1

log(vt|t−1)

− 1

2σ2

T∑
t=1

e2t
vt|t−1

. (6.5)

Para la estimación condicionada de los modelos ARMA(p, q) se denota como r
al máximo entre p y q, es decir, r = máx(p, q) y β = (µ, φ1, . . . , φp, θ1, . . . , θq, σ

2).
La función de máxima verosimilitud condicionada Lc es

Lc(β|a0, y1, . . . , yp) = −T − r
2

log(σ2)− 1

2σ2

T∑
t=r+1

a2t ,
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donde a2t = a2t (β|a0, y1, . . . , yp), aśı, las innovaciones se calculan como

ât = yt − c−
p∑
i=1

φiyt−i +

q∑
i=1

θiat−i, t = r + 1, . . . , T.

La constante c está dada por c = µ(1 − φ1 − · · · − φp) y se supone que los
primeros r residuos son cero, por lo tanto, para calcular las innovaciones a
partir de observaciones anteriores es necesario tener un conjunto de valores
iniciales y1 . . . , yp−1 y a1 . . . , aq−1.

Una vez que los parámetros del modelo han sido estimados, se debe rea-
lizar una evaluación del modelo recién ajustado.

Como se puede obtener más de un modelo, es necesario decidir cual es el
que mejor se ajusta a la serie para ello existen criterios, como el de Akaike.

6.2.2. Selección del Modelo, Criterio de Akaike (AIC)

Supongamos que se han estimado m modelos M1, . . . ,Mm de una serie de
tiempo {Yt}, se desea elegir el que mejor describa a la serie.

La función de verosimilitud de un modelo ARIMA está dada por (6.5),
multiplicado por −2 y tomando esperanzas

E[−2L(β)] = T log(σ2) +
T∑
t=1

log(vt|t−1) + E

[
T∑
t=1

e2t
σ2vt|t−1

]
,

bajo los supuestos de que los parámetros son estimados con los datos obser-
vados y de que la esperanza respecto de futuras observaciones es calculada,
entonces

AIC = E[−2L(β)] = T log σ̂2
MV + 2k, (6.6)

donde T es el número de observaciones utilizadas para estimar el modelo, σ̂2
MV

es el estimador de máxima verosimilitud de la varianza de las innovaciones y
k es el número de parámetros estimados para calcular las predicciones.

Por lo tanto, seleccionar el modelo con verosimilitud esperada máxima
equivale a utilizar el modelo que minimiza la verosimilitud con signo nega-
tivo que está dado por (6.6). Si se utiliza el criterio AIC para comparar
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modelos ajustados a una serie, es importante que T sea el mismo para todos
los modelos.

Para determinar cuál es el mejor modelo para la serie {Yt} es necesario
comparar al valor de AIC de cada Mi, i = 1, . . . ,m, se seleccionará el modelo
con el menor AIC en valor absoluto (véase [18]).

6.3. Validación

Al construir un modelo ARIMA el objetivo es encontrar un modelo que
sea lo más adecuado posible para representar el comportamiento de la serie
estudiada. El mejor modelo es el que cumpla con lo siguiente:

1. Los coeficientes del modelo son estad́ısticamente significativos y no
están correlacionados entre śı.

2. Los residuos del modelo estimado se aproximan al comportamiento de
un ruido blanco.

3. El grado de ajuste es elevado en comparación al de otros modelos al-
ternativos.

4. El modelo es estacionario e invertible.

Si el modelo no cumple con lo anterior entonces se debe modificar y se
coteja con las caracteŕısticas anteriores.

En primer lugar se deben realizar contrastes de significatividad de los
coeficientes AR y MA, es decir, se debe comprobar si en el modelo se ha
incluido algún coeficiente (o estructura) que no es relevante.

El juego de hipótesis para cada caso es:

H0 :c = 0 vs Ha :c 6= 0

H0 :φi = 0 vs Ha :φi 6= 0, i = 1, . . . , p

H0 :θj = 0 vs Ha :θj 6= 0, j = 1, . . . , q.

Si β = (c, φ1, . . . , φp, θ1, . . . , θq) generalmente la distribución asintótica

de los estimadores β sigue una distribución normal con media β̂i y varianza
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V (β̂i), por lo que para contrastar H0 de no significatividad individual de los
parámetros se utiliza el estad́ıstico t:

t =
β̂i√
V (β̂i)

∼ N(0, 1).

Se rechaza H0 a un nivel de significancia α = 0.05 si∣∣∣∣∣ β̂i√
V (β̂i)

∣∣∣∣∣ > Nα
2
(0, 1) ' 2.

Ya que se ha verificado que todos los parámetros son significativos, se
debe realizar un contraste en relación a los residuos estimados, si están co-
rrelacionados o no, para lo que se necesita calcular la fas por medio de

r̂k =

∑T−k
t=1 (ât − ā)(ât+k − ā)∑T−k

t=1 (ât − ā)2
,

donde ā es la media de los T residuos; si los residuos no están correlacionados,
los coeficientes r̂k (para k grande) serán aproximadamente variables aleato-
rias con media cero y varianza asintótica 1

T
, y distribución normal.

El procedimiento más común para verificar la no correlación de los resi-
duos es dibujar dos ĺıneas paralelas a distancia 2√

T
del origen en sus funciones

de su autocorrelación simple o parcial, se debe verificar que todos los coefi-
cientes r̂k están dentro de estos ĺımites de confianza, a esta representación se
de denomina correlograma de errores.

Después de verificar la no correlación de los residuos se debe realizar un
test de normalidad sobre estos, como la prueba de Jarque-Bera

Test de Jarque-Bera: La prueba de Jarque-Bera se emplea para decidir
si una serie sigue una distribución normal, el estad́ıstico de prueba es

JB =
N

6

[
S2 +

(K − 3)2

4

]
,
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S representa el sesgo de la serie, K la kurtosis, N es el número de observa-
ciones (o grados de libertad), JB es el estad́ıstico de prueba, se distribuye
de acuerdo a una distribución χ2 con dos grados de libertad.

H0 : La serie no sigue una distribución normal.
Ha : La serie sigue una distribución normal.

Se rechaza H0 si JB > χ2
(2) = 5.99 con α =0.05 .

Finalmente, se debe comprobar si las condiciones de estacionariedad e
invertibilidad se satisfacen para el modelo propuesto, para ello, se calculan las
ráıces del polinomio autorregresivo φ̂p(B), aśı como las ráıces del polinomio

de medias móviles θ̂q(B), si alguna de estas ráıces está próxima a la unidad
podŕıa indicar falta de estacionariedad y/o invertibilidad.

6.4. Predicción

La predicción es el objetivo del modelo ARIMA; mediante la función de
predicción podemos elaborar estimaciones del comportamiento de la serie en
el futuro; esta función se basa en la estructura de cada modelo que se ha
elegido como el que mejor describe el comportamiento de los datos en el pe-
riodo que se está estudiando.

Después de haber obtenido los valores de predicción es necesario conocer
cuál es la magnitud del error que se ha cometido, el cual es denominado error
de predicción, que se define como la diferencia entre la realización de la serie
y la predicción de la misma.

6.4.1. Cálculo de Predicciones

Supóngase que se tiene una serie {Zt} y se conoce una realización de
tamaño T , z1, . . . zT , de un proceso ARIMA(p, d, q) con parámetros conocidos

φp(B) = ∇dzt = c+ θq(B)at.

73



6.4. Predicción Caṕıtulo6.

Ya que se conocen los parámetros del proceso entonces, también se pueden
conocer las innovaciones {a1, . . . , aT} por ejemplo, para el caso del modelo
ARMA(1, 1) las innovaciones se calculan por medio de la ecuación recursiva

at = zt − c− φzt−1 + θat−1 t = 2, . . . , T.

Si z0 y a0 no son conocidos entonces la innovación a1 se substituye por su
esperanza E[a1] = 0.

En el Apéndice C se muestra que el predictor óptimo de zT+k (con k ∈ N)
es E[zT+k|zT , . . . , z1] aśı que se denotará

ẑT (j) = E[zT+j|zT , . . . , z1], j = 1, 2, . . . ,

âT (j) = E[aT+j|zT , . . . , z1], j = 1, 2, . . . ,

T es llamado origen de la predicción , j horizonte y las estimaciones de
las innovaciones âT (j) son llamadas residuos. También se define el operador
φh(B) como

ϕh(B) = φp(B)∇d,

donde h = p + d que es el orden del proceso autorregresivo más el orden de
integración.

Con esta notación se tiene que el predictor es

zT+k = c+ϕ1zT+k−1+· · ·+ϕhzT+k−h+aT+k−θ1aT+k−1−· · ·−θqaT+k−q. (6.7)

Tomando esperanzas condicionadas a {zT , . . . , z1} se tiene que

ẑT (k) = c+ϕ1ẑT (k−1) + · · ·+ϕhẑT (k−h)− θ1âT (k−1)−· · ·− θqâT (k− q),
(6.8)

que es conocida como función de predicción. Nótese que en algunos casos
la esperanza es tomada sobre variables aleatorias ya observadas, y en otros
casos no han sido observadas:

Si i > 0 entonces ẑT (i) = E[zT+i|zT , . . . , z1] se condiciona a variables
que aún no han sido observadas.

Si i ≤ 0 entonces ẑT (i) = E[zT−|i||zT , . . . , z1] ya han sido observadas y
entonces ẑT (−|i|) = zT−|i| ·
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En el caso de las innovaciones ocurre algo similar:

Si i > 0 entonces E[aT+i|zT , . . . , z1] = E[aT+i] = 0 pues aT+i es inde-
pendiente de las observaciones zj (con j = 1, . . . , T ).

Si i ≤ 0 las innovaciones son conocidas y por lo tanto, âT (−|i|) =
aT−|i| ·

Con (6.8) se pueden calcular las predicciones de forma recursiva, tomando
k = 1 restando (6.7) menos (6.8) se tiene

aT+1 = zT+1 − ẑT (1),

de aqúı la relación entre las innovaciones y los errores de predicción a un
periodo.

En (6.8) se observa que después de q valores iniciales los términos de media
móvil desaparecen (pues las innovaciones no son observadas y sus esperanzas
son cero), por lo tanto la predicción queda determinada sólo por la parte
autorregresiva. Para k > q la predicción está dada por

ẑT (k) = c+ ϕ1ẑT (k − 1) + · · ·+ ϕhẑT (k − h). (6.9)

El operador de retardo se define como BẑT (k) = ẑT (k − 1), nótese que
en este caso el operador de retardo actúa sobre el horizonte de la predicción
(no sobre el origen), aśı que (6.9) se reescribe como

(1− ϕ1B + · · ·+ ϕhB
h)ẑT (k) = φ(B)∇dẑT (k) = c k > q.

Esta ecuación es conocida como ecuación de predicción final.

6.4.2. Varianza de las Predicciones

En esta sección se presenta el cálculo de la varianza de un modelo ARIMA
aśı como sus intervalos de confianza.

Sea {Zt} una serie de tiempo que sigue un proceso ARIMA(p, d, q) de la
que se tienen {z1, z2, . . . , zT} observaciones. Sea zt = ψ(B)at la representación
MA(∞) del proceso, entonces

zT+k =
∞∑
i=0

ψiaT+k−i, (ψ0 = 1). (6.10)
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Tomando esperanzas condicionadas a las T observaciones {z1, z2, . . . , zT},
la predicción optima será

ẑT (k) =
∞∑
j=0

ψk+jaT−j, (ψ0 = 1), (6.11)

restando (6.11) menos (6.10) se obtiene el error de predicción

eT (k) = zT+k − ẑT (k) = aT+k + ψ1aT+k−1 + · · ·+ ψk−1aT+1,

su varianza será

var(eT (k)) = σ2(1 + φ2
1 + · · ·+ φ2

k−1),

es decir, cuando k → ∞ la varianza de la predicción converge a la varianza
marginal del proceso.

Bajo el supuesto de normalidad de las innovaciones at ∼ N(0, σ2), para
todo t se pueden calcular intervalos de confianza para la predicción, que serán(

ẑt(k)−Nα
2

√
var(et(k)), ẑt(k) +Nα

2

√
var(et(k))

)
.

Con la que se obtiene predicciones para zT+i, i = 1, . . . a partir de las ob-
servaciones {z1, . . . , zT}, también se conoce los intervalos de confianza aśı co-
mo el error de predicción.

En el siguiente Caṕıtulo se dan ejemplos de la modelación por medio de
la metodoloǵıa ARIMA(p, d, q) para tres empresas.
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Caṕıtulo 7

Ejemplos del Modelo ARIMA

A continuación se presentan tres ejemplos relizados con el paquete EViews7
de las empresas CEMEX, TELMEX y Genomma Lab en los que se obtiene
un modelo ARIMA en cada caso, aśı como sus predicciones.

Para cada ejemplo se seguirá el siguiemte algoŕıtmo

1. Identificación.

a) Realizar la gráfica de la serie.

b) Determinar estacionariedad por medio de:

1) Test de Dickey-Fuller.

2) Correlograma de errores.

c) En caso de no ser estacionaria diferenciar.

d) Realizar la gráfica de la serie diferenciada y regresar a 1a, en caso
de ser estacionaria realizar 1e.

e) Estimar el orden de p y q por medio del correlograma.

2. Estimación.

a) Estimar los parámetros del modelo.

3. Validación

a) Realizar pruebas de normalidad (test de Jarque-Bera e histogra-
ma).
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7.1. CEMEX Caṕıtulo7.

b) Determinar si los parámetros estimados son significativos por medio
del correlograma de errores del modelo, en caso de obtener mas
parámetros significativos regresar a 2a, ya determinados todos los
modelos posibles realizar 3c, en caso de encontrar sólo un modelo
realizar 3d .

c) Determinar el criterio de Akaike para cada modelo y determinar
cual es el que mejor se ajusta a la serie.

d) Calcular raices unitarias del modelo y graficarlas.

4. Predicción

a) Realizar una predicción.

b) Calcular los errores de predicción.

7.1. CEMEX

Son observados los datos históricos de cierre de una acción de la empre-
sa Cemex, S.A.B. de C.V. (CEMEXCPO.MX) desde el 1 de Enero de 2003
hasta el 28 de Septiembre de 2012, en total se tienen 2 496 observaciones.

Para construir el modelo se toma una muestra de 2 324 observaciones
(del 1 de Enero de 2003 al 13 de Enero de 2012) con el fin de poder com-
parar las predicciones obtenidas con el modelo y los valores reales de la serie,
aśı obtener los errores de predicción.

En la Figura 7.1 se muestran los valores de la serie, en ésta se observa que
la serie no es estacionaria tanto en media como en varianza, para comprobarlo
se realiza la prueba de ráıces unitarias Dickey-Fuller aumentada en la Figura
7.2 a través del paquete EViews 7.
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Figura 7.1: Datos históricos

Figura 7.2: Prueba de Dickey-Fuller aumentada para el precio de cierre

El estad́ıstico t es menor a los valores cŕıticos de la prueba en 1 %, 5 %
y 10 %, en valores absolutos entonces no se rechaza la hipótesis nula, por lo
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tanto, es necesario diferenciar.

Figura 7.3: Cierre con una diferencia

Ya que la serie no es estacionaria entonces se realiza una diferencia, en la
Figura 7.3 se muestra el comportamiento de la nueva serie.

Figura 7.4: Dickey-Fuller diferencia 1

Se hace una vez más el test de Dickey-Fuller aumentado para comprobar
la estacionariedad de la serie nueva, en la Figura 7.4 se muestra el resultado,
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en este caso el valor absoluto del estad́ıstico t es mayor que los valores cŕıticos
por lo tanto, se rechaza la hipótesis nula, es decir, la serie es estacionaria.

Figura 7.5: Correlograma de diferencia 1

Ahora con la serie diferenciada se realiza el correlograma, en este se toman
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los valores que se salen de las bandas para detectar problemas de autocorre-
lación simple y parcial en el modelo, para este caso las bandas de confianza
serán ± 2√

2324
' ±0.04148.

En la Figura 7.5 se muestra el correlograma de las diferencias del precio
de cierre, en la función de correlación parcial se muestran los valores en los
que se salen de las bandas: AR(1), AR(2), AR(3), AR(12), AR(13), AR(19),
AR(30) y AR(34) y en la función de autocorrelación: MA(1), MA(2), MA(3),
MA(4), MA(12), MA(13), MA(19), MA(26), MA(30), MA(34), MA(35). Lo
que indica que el precio de cierre de las acciones de CEMEX dependen de los
procesos AR(1),AR(2), AR(3), etc. y de los procesos MA(1), MA(2), MA(3),
etc.

Figura 7.6: Modelo 1
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Cuando se calcula el modelo en Eviews7 en la columna t-Statistic se debe
observar si t es mayor a 2 en valor absoluto para cada proceso AR y MA,
si es aśı entonces se excluye (uno a uno de mayor a menor) del modelo
pues no son significativos, de esta forma se obtiene el modelo 1 mostrado
en la Figura 7.6, en este caso no son excluidos todos los valores mayores
a dos pues si se excluyen el número de coeficientes no son suficientes para
representar la serie, tomando estas consideraciones en cuenta se obtiene un
modelo ARIMA(8, 1, 7).
El modelo que se obtiene es

zt = 0.33zt−1 − 0.03zt−2 − 0.35zt−3 + 0.24zt−4 − 0.32zt−5 − 0.35zt−6

−0.06zt−7 + 0.12zt−8 + 0.22at−1 − 0.28at−2 − 0.09at−3 + 0.3

−0.38at−4 + 0.32at−5 + 0,15at−6.

Ya que se tiene un modelo se debe verificar que sus residuos sigan un
comportamiento de ruido blanco, una de las herramientas para esto es el
empleo del histograma junto con la prueba de Jarque-Bera, que se muestran
en la Figura 7.7.

Figura 7.7: Histograma de residuos del modelo 1

Verificada la normalidad del primer modelo se observa el correlograma de
errores, que se muestra en la Figura 7.8, en este se puede observar que aún
existen valores que están fuera de las bandas, en este caso AR(10) y MA(10)
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son significativos, por tanto se deben agregar al modelo.

Figura 7.8: Correlograma de errores modelo 1

Agregando los valores significativos al modelo se obtiene un nuevo modelo
(el modelo 2) que se presenta en la Figura 7.9.
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Figura 7.9: Modelo 2

Con la que se obtiene los nuevos parámetros y el nuevo modelo ARIMA(9, 1, 8).

zt = 0.35zt−1 − 0.04zt−2 − 0.38zt−3 − 0.06zt−4 + 0.21zt−5 − 0.29zt−6

+0.26zt−7 + 0.05zt−8 + 0.22zt−9 + 0.24at−1 − 0.32at−2 − 0.10at−3

−0.12at−4 + 0.27at−5 − 0.39at−6 + 0.24at−7 + 0.29at−8.
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Una vez mas se deben verificar los supuestos del modelo (modelo 2),
gracias al histograma y al test de Jarque-Bera se comprueba normalidad en
la Figura. 7.10.

Figura 7.10: Histograma del modelo 2

El correlograma de errores del modelo 2 se muestra en la Figura 7.11,
con este es posible comprobar que los coeficientes no están correlacionados,
pues ningún parámetro se sale de los ĺımites de confianza ± 2√

2323
, también

se observa que ya no se tienen mas parámetros significativos.
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Figura 7.11: Correlograma de errores modelo 2

En este ejemplo se han obtenido dos modelos, por lo tanto, se debe deter-
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minar cual es el que se adecúa mejor a la serie, tomando en cuenta el criterio
de Akaike para ambos modelos se observa que el modelo uno tiene un valor
menor (en valor absoluto) AIC que el modelo dos.

Figura 7.12: Selección del modelo, criterio de Akaike

Para determinar si el modelo es estacionario e invertible se observa la
Figura 7.13, la gráfica de ráıces unitarias en que se aprecia que el modelo
no es estacionario, y tampoco invertible, por lo que se concluye que se debe
diferenciar la serie original dos veces.
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Figura 7.13: Raices unitarias modelo 1

El la Figura 7.14 se presenta la gráfica de las observaciones del precio de
cierre de las acciones de CEMEX diferenciado dos veces, ya que la serie con
una diferencia es estacionaria entonces al diferenciarla seguirá cumpliendo
dicha propiedad, por lo tanto ya no es necesario realizar el test de Dickey-
Fuller, además en la gráfica se puede observar la estacionariedad.
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Figura 7.14: Cemex diferencia 2

Se repite el proceso para determinar el modelo que describa la serie, obte-
niendo un modelo ARIMA(6, 2, 7).

zt = 6.3× 10−7 − 0.47zt−1 − 0.25zt−2 − 0.021zt−3 − 0.25zt−4 + 0.68zt−5

−0.05zt−6 + 0.4at−1 + 0.26at−2 + 0.30at−3 − 0.9× 10−3at−4

+0.016at−5 + 0.013at−6 − 0.011at−7.
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Figura 7.15: Cemex modelo 3

Se comprueba normalidad y no correlación en los residuos del modelo,
aśı como estacionariedad e invertibilidad, en la Figura 7.17 se puede observar
que un coeficiente está cercano al ćırculo unitario, sin embargo este término
es invertible, los valores de las ráıces se muestran en la Figura 7.16.
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Figura 7.16: ráıces unitarias modelo 3

92



7.1. CEMEX Caṕıtulo7.

Figura 7.17: Gráfica de ráıces unitarias Modelo 3

Como ya se mencionó los datos del 16 de Enero de 2012 al 28 de Septiem-
bre de 2012 no fueron utilizados para obtener el modelo con el fin de poder
obtener una comparación entre los datos reales y los estimados.

La predicción del 28 de Septiembre de 2012 se muestra en la Figura 7.18,
esta fue obtenida mediante el modelo 3, en la Figura se observa que el valor de
la predicción estimado es de 10.6 y su intervalo de confianza que es (10, 11.2),
el error de predicción fue de 0.11.
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Figura 7.18: Predicción de 28/Septiembre/2012 con el modelo 3

La predicción entre el 13 de Enero de 2012 al 28 de Septiembre de 2012
hecha con el modelo 3 es observado en la Figura 7.19, en promedio el error
de predicción es de 0.24.
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Figura 7.19: Predicción 13 de Enero a 28 de Septiembre de 2012 modelo 3

7.2. Genomma Lab

Los datos históricos en el cierre de las acciones de la empresa Genomma
Lab Internacional, S.A.B. de C.V. (LAABB.MX) son observados durante
1 090 d́ıas, entre el 18 de Junio de 2008 y 9 de Septiembre de 2012, siguien-

95



7.2. Genomma Lab Caṕıtulo7.

do la misma metodoloǵıa que en la sección anterior, con el fin de tener una
comparación entre los datos reales y las predicciones, el modelo es realizado
en base a 1 006 observaciones, del 18 de Junio de 2008 al 28 de Mayo de 2012.

El precio de las acciones al cierre está dado en la Figura 7.20, es claro
que la serie no es estacionaria pues los datos no se mantienen alrededor en
un nivel constante.

Figura 7.20: Precios al cierre Genomma Lab

Se realizó la prueba de ráıces unitarias de Dickey-Fuller aumentada para
corroborar las observaciones hechas gracias a la gráfica del precio de las
acciones, en la Figura 7.21 se observa el resultado de dicha prueba, en valor
absoluto el estad́ıstico t de la prueba es menor que los valores cŕıticos por lo
que la hipótesis de no estacionariedad no es rechazada.
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Figura 7.21: Test de Dickey-Fuller

Como la serie no es estacionaria entonces es necesario diferenciar, la Figu-
ra 7.22 muestra la serie diferenciada.

Figura 7.22: Genomma Lab serie diferenciada

97



7.2. Genomma Lab Caṕıtulo7.

El test de Dickey-Fuller se presenta en la Figura 7.23,

Figura 7.23: Test Dickey-Fuller de la serie diferenciada.

en este caso el estad́ıstico de prueba es menor que los valores cŕıticos (en
valor absoluto) y por lo tanto, la serie es estacionaria.

Se realizó el correlograma (Figura 7.24) de la serie estacionaria, los coefi-
cientes fuera de las bandas se consideran significativos y por lo tanto, se con-
sideran en la construcción del modelo, en este caso se tiene AR(2), AR(13),
AR(15), AR(20), AR(22), AR(24), MA(2), MA(13), MA(15), MA(22), MA(24)
y MA(25).
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Figura 7.24: Correlograma de la serie estacionaria.
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7.2. Genomma Lab Caṕıtulo7.

Figura 7.25: Modelo ARIMA Genomma Lab

Para este caso la constante c es significativa para el modelo, el valor
absoluto del estad́ıstico t es menor que dos para todos los coeficientes de los
procesos autorregresivos y de medias móviles. El modelo que se obtiene es:

zt = 0.00054 + 0.006zt−1 + 0.11zt−2 + 0.21zt−3 + 0.04zt−4 − 0.14zt−5

−0.41at−1 + 0.06at−2 + 0.17at−3 − 0.21at−4 − 0.046at−5

−0.45at−6.
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Para comprobar que los residuos del modelo siguen, o se aproximan al
comportamiento de un ruido blanco se elaboró el histograma (en la Figura
7.26) de estos, que junto con el test de Jarque-Bera se llega a la conclusión
de que los residuos siguen una distribución normal, y ya que la media de los
residuos es cercana a cero entonces se puede afirmar que se tiene un proceso
aproximado de ruido blanco.

Figura 7.26: Histograma de residuos

En el correlograma de errores, en la Figura 7.27, se aprecia que los coefi-
cientes no están correlacionados, pues ninguno se sale de ras bandas, que es
otro de los supuestos que debe cumplir el modelo.
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Figura 7.27: Correlograma de errores

Ya obtenido el modelo y comprobados los supuestos de ruido blanco de
residuos y de no correlación entre coeficientes se comprobó la estacionariedad
e invertibilidad del modelo, en la Figura 7.28 se muestran los valores de las
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7.2. Genomma Lab Caṕıtulo7.

ráıces unitarias, se observa que en el proceso todos los coeficientes AR son
estacionarios y todos los de MA son invertibles.

Figura 7.28: Ráıces unitarias
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En la Figura 7.29 se presenta la gráfica de las ráıces unitarias para el
proceso, en esta se puede apreciar mejor la estacionariedad aśı como la inver-
tibilidad de los procesos autorregresivos y de medias móviles respectivamente.

Figura 7.29: Gráfica de ráıces unitarias

En las Figuras 7.30 y 7.31 se muestran las predicciones, la primera pre-
senta sólo las predicciones entre el 29 de Mayo de 2012 y el 28 de Septiembre
de 2012 es decir, los datos que no se consideraron para la construcción del
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7.2. Genomma Lab Caṕıtulo7.

modelo, en la gráfica también se observan los intervalos de confianza de la
predicción, la media del error de predicción fue de 0.39.

Figura 7.30: Predicción Mayo 29 a Septiembre 28 de 2012

En la Figura 7.31 se hace una comparación entre los valores reales de la
serie original (llamada close) y los obtenidos con el modelo (predicción), para
este caso se toman los 1 090 datos (desde el 28 de Junio de 2008 hasta el 28
de Septiembre de 2012).

En este ejemplo se puede apreciar que el modelo se ajusta a los datos del
28 de Junio de 2008 hasta el 29 de Mayo de 2012 y que en la predicción se
tienen mayores diferencias.
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7.3. TELMEX Caṕıtulo7.

Figura 7.31: Comparación de la predicción y las observaciones reales

7.3. TELMEX

Se toman 3 104 datos históricos del precio de las acciones de la empresa
Telefonos de Mexico,S.A.B. de C.V. (TELMEXL.MX) a partir del 1 de Mar-
zo de 2000 y hasta el 21 de Diciembre de 2011, denotando estos datos como
el proceso {Zt|t ∈ [1, 3104]}, tomando t1 =$26.36 que fue el precio al cierre
el 1o de Marzo de 2011. Los datos de Diciembre 22 de 2011 a Septiembre 8
de 2012 se reservan con el fin de obtener una comparación entre los valores
reales y los realizados con el predictor.
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7.3. TELMEX Caṕıtulo7.

En la Figura 7.32 se muestra el comportamiento de {Zt}.

Figura 7.32: Precio de las acciones el cierre (TELMEX)

En la gráfica se observa que los datos no se concentran alrededor de
un valor, aśı que el proceso no es estacionario en media, la distancia en-
tre las realizaciones zi (con 1 = 1, . . . , 3104) no es constante, es decir, que
|zi − zi−1| 6= |zj − zj−1| cuando i 6= j por tanto, {Zt} no es estacionario en
varianza.
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7.3. TELMEX Caṕıtulo7.

Figura 7.33: correlograma de la serie {Zt}

En el correlograma de la serie {Zt} (Figura 7.33) se observa que la fun-
ción de autocorrelación (fas) toma valores positivos que decrecen lentamente,
entonces, como se dijo en la sección 6.1.1 la serie no es estacionaria por lo
que se debe diferenciar obteniendo la nueva serie {Yt} (Figura 7.34), donde
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yt = ∇ ln zt, vease que cada vez que se hace una diferencia se pierde un dato,
por lo tanto ya no se tienen 3 104 observaciones sino 3 103.

Figura 7.34: Gráfica de la serie {Yt}

Es claro que {Yt} es estacionaria pero se raliza la prueba de Dickey-Fuller
aumentada (Figura 7.35) para mayor seguridad.

Figura 7.35: Test de Dickey-Fuller aumentado para {Yt}
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Figura 7.36: correlograma de la serie {Yt}

Para la determinación del modelo se realizó el correlograma de la serie
{Yt}, en este caso, los valores que salen de las bandas en la función de auto-
correlación y la función de autocorrelación parcial son: 1, 3, 4, 16, 19, 20, 21,
22, 23, 25 y 34, sin embargo, en el modelo no todos resultaron significativos.
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Figura 7.37: modelo

Los valores de la función de autocorrelación son: 3, 16, 21,y 22, mientras
que en la función de autocorrelación parcial los coeficientes significativos son:
4, 16, 21 y 22, Ar(1) se agregó con el fin tener suficientes para determinar el
modelo; la constante C en este también es significativa. Se obtuvo un modelo
ARIMA(5, 1, 4), que es

zt = −0,000125 + 0.036zt−1 − 0.028zt−2 − 0.041zt−3 − 0.060zt−4

−0.055zt−5 + 0.034at−1 − 0.018at−2 − 0.043at−3 − 0.036at−4.
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7.3. TELMEX Caṕıtulo7.

Figura 7.38: histograma de residuos

Comprobando normalidad de los residuos, en la Figura 7.38 se muestra
el histograma aśı como la prueba de Jarque-Bera, la media es de 0.000312,
cercana a cero, por lo que se tiene un proceso de ruido blanco aproximado.

Con el correlograma, en la Figura 7.39, se comprueba que los datos no
están correlacionados pues ninguno sale de las bandas.
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Figura 7.39: Correlograma de errores

Las ráıces unitarias la ecuación caracteŕıstica del polinomio autorregresivo
se muestran en la Figura 7.40, con los que se comprueba que el modelo es
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estacionario e invertible.

Figura 7.40: Ráıces unitarias

Ya comprobados los supuestos del modelo se realizó la predicción de los
d́ıas omitidos para la construcción del modelo, es decir , los valores del 21 de
Diciembre de 2011 a 28 de Septiembre de 2012, que se puede ver en la Figura
7.41.
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Figura 7.41: Predicción del 22 de Diciembre al 28 de Septiembre.

La media del error de predicción es de 0.1.
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7.3. TELMEX Caṕıtulo7.

En la Figura 7.42 se muestra una tabla de comparaciones entre los datos
obtenidos con el modelo y los reales del 14 de Agosto al 28 de Septiembre de
2012 , en la columna obs se dan las fechas de cada observación (mes/d́ıa/año),
en la siguiente columna se presentan las predicciones, en la tercera columna
los datos reales y finalmente en la cuarta columna se observan los errores de
predicción.

Figura 7.42: Tabla de comparación entre la predicción y los datos reales.
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Conclusiones

En esta tesis se estudió el problema de valuación de opciones tanto Eu-
ropeas como Americanas usando el método binomial (árboles binomiales),
aunque en este trabajo sólo fueron consideradas acciones que no pagan divi-
dendos, este método también es aplicable a acciones que si los pagan. El mo-
delo tiene la ventaja de ser bastante sencillo, aunque al aumentar el número
de etapas los cálculos se vuelven más complejos, por lo que en el caso de
opciones europeas de tipo call y put aśı como para opciones americanas de
compra es mas conveniente emplear el modelo de Black-Scholes.

En el presente análisis también se ha aplicado el modelo ARIMA para la
predicción de una serie de tiempo, en particular se ha empleado en el precio
de las acciones de tres empresas, se observó que en una muestra de 3 000
observaciones el modelo encontrado se ajusta mejor que al modelo basado en
1 000 observaciones

Como trabajos a futuro

Se puede ampliar el modelo ARIMA para el caso de series de tiempo
estacionales y con interferencias.

Se puede hacer una extensión para la valuación de algunas variantes de
las opciones americanas como la canasta

También se puede hacer una comparación del modelo binomial con res-
pecto a otros métodos numéricos.
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Apéndice A

Teorema de Extensión de
Kolmogorov

Definición A.1 Sea F una colección de subconjuntos de Ω (espacio mues-
tral). Entonces F es llamada sigma-álgebra si cumple con las propiedades
siguientes: (véase [1])

1. Ω ∈ F .

2. Si A ∈ F entonces Ac ∈ F .

3. Si A1, · · · ∈ F entonces
⋃∞
i=1Ai ∈ F .

Definición A.2 Una medida de probabilidad en una σ-álgebra F es una
función P : F → [0, 1] que cumple con:

1. P (Ω) = 1, P (∅) = 0.

2. P (A) ≥ 0 para todo A ∈ F .

3. Si 〈Ai〉 ⊂ F tal que Ai
⋂
Aj = ∅ con i 6= j entonces

P (
∞⋃
i=1

Ai) =
∞∑
i=1

Ai.
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A. Teorema de Extension de Kolmogorov Apéndice A

Definición A.3 Sea x ∈ R, la mı́nima σ-álgebra que contiene a todos los
intervalos de la forma [−∞, x) es llamda σ-álgebra de Borel, la cual es de-
notada por B(R).

Definición A.4 Sean Fj una σ-álgebra de Ωj con j = 1, 2, . . . , n, defi-
namos Ω = Ω1 × · · · × Ωn. Un rectángulo medible en Ω es un conjunto
A = A1 × · · · × An donde Aj ∈ Fj para cada j = 1, . . . , n, la mı́nima σ-
álgebra que contiene al rectángulo medible es llamada σ-álgebra producto
denotada por F1 × · · · × Fn, cuando Fj cioncide con una σ-álgebra F fija
entonces la σ-álgebra producto es denotada por Fn.

Definición A.5 Para cada j = 1, 2, . . . , sean (Ωj,Fj) espacios medibles y
Ω =

∏n
j=1Fj, el conjunto de todas las sucesiones (ω1, ω2, . . . ) tal que

ωj ∈ Ωj, j = 1, 2, . . . . Si Bn ⊂
∏n

j=1 Ωj definido como

Bn = {ω ∈ Ω : (ω1, . . . , ωn) ∈ Bn}.

El conjunto Bn es llamado el cilindro con base Bn; se dice que el cilindro es
medible si Bn ∈

∏n
j=1Fj. Si Bn = A1 × · · · × An donde Ai ⊂ Ωi para cada

i, Bn es llamado rectángulo, y rectángulo medible si Ai ∈ Fi para cada i.

Definición A.6 La mı́nima σ-álgebra bajo cilindros medibles es llamada
σ-álgebra producto F , denotada por

∏∞
j=1Fj. En particular si toda Fi coin-

cide con la σ-álgebra F , entonces
∏∞

i=1Fi que se denota como F∞.

Considerando el problema de constrúır medidas de probabilidad en la
σ-álgebra producto

∏
t∈T F , denotemos v = {t1, t2, . . . , tn} un subconjunto

finito de T y
∏

t∈T F = Fv, donde t1 < t2 < · · · < tn, u = {ti1, . . . t1k} un
subconjunto distinto del vaćıo de v, (y(t1), . . . , y(tn)) ∈ Ωv :=

∏
t∈T Ωt deno-

tada por yv y w = (w(t), t ∈ T ) en
∏

t∈T Ωt, donde wv = (w(t1), . . . , w(tn)).
Si B ∈ Fv el cilindro medible con base B será denotado por B(v).
Si Pv es una medida de probabilidad en Fv la proyección de Pv en Fu es la
medida de probabilidad πu(Pv) en Fu definida por

[πu(Pv)](B) = Pv{y ∈ Ωv : yu ∈ B} B ∈ Fu.
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Teorema A.1 (Teorema de extensión de Kolmogorov) Para cada t en un
conjunto arbitrario de ı́ndices T , sea Ωt = R y Ft un conjunto de Borel de
R y suponga que para cada subconjunto distinto del vaćıo v de T existe una
media de probabilidad Pv en Fv, suponga que Pv es consistente, es decir que
πv(Pv) = Pu para cada u distito del vaćıo con u ⊂ v.
Entonces existe una única medida de probabilidad P en F =

∏
t∈T Ft tal que

πv(P ) = Pv para toda v.

Para la demostración véase [1].

La propiedad de consistencia en términos de la función de densidad está da-
do como∫
ft1,...ti,...,tn(x1, . . . , xi, . . . , xn)dxi = ft1,...ti−1,ti+1...,tn(t1, . . . , xi−1, ti+1 . . . , xn).
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Apéndice B

Operadores

B.1. Definiciones

Definición B.1.1 Se define como el operador de retardo B un operador
lineal que aplicada a una función dependiente del tiempo proporciona esa
misma función retardada un periodo

Bf(t) := f(t− 1). (B.1)

En particular si se aplica el operador de retardo a una serie de tiempo zt
se obtendrá la misma serie retardada un periodo.

Bzt := zt−1.

El operador puede ser aplicado sucesivamente

Bkzt := B . . .B︸ ︷︷ ︸
k

zt = zt−k.

Definición B.1.2 El operador diferencia denotado por ∇ = (1−B) aplicado
a una serie de tiempo

∇zt = (1−B)zt = zt − zt−1, (B.2)

es decir, al aplicar el operador diferencia a una serie zt con T observaciones
se obtiene una nueva serie con T − 1 observaciones.
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Al igual que el operador de retardo, el operador diferencia puede aplicarse
mas de una vez

∇2zt = (1−B)2zt = (1−B)(zt − zt−1) = zt − 2zt−1 + zt−2. (B.3)

Cuando la serie original {Zt} es una serie de precios en un activo fi-
nanciero, la serie ∇ ln zt se define como los rendimientos de este activo.

∇ ln zt = ln
(
1 +

zt − zt−1
zt−1

)
= ln

zt
zt−1

.

B.2. Estacionariedad e Invertibilidad

Teorema B.2.1 Un proceso autorregresivo finito AR(p) es estacionario śı y
solo śı el modulo de las ráıces del polinomio autorregresivo φp(B) está fuera
del circulo unidad para t > 0 (véase [10]).

Demostración Primero se demostrará que la solución general de una ecuación
homogénea de primer orden es AGt, donde A es una constante determinada
por las condiciones iniciales y G−1 es la solución de la ecuación caracteŕıstica
del proceso.

Sean
(1− φB)xt = 0 (B.4)

Una ecuación homogénea de primer orden y x0 un valor inicial, entonces

x1 = φx0

x2 = φx1 = φ2x0
...

xt = φtx0.

Tomando A = x0 y G = φ se tiene que AGt es la solución de la ecuación (B.4)

Ahora se demostrará el Teorema
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En el caso de un proceso AR(1) la ecuación caracteŕıstica está dada
por

1− φB = 0,

y su solución es:

B =
1

φ
.

Pero gracias a la condición de estacionariedad se tienen que

|φ| < 1 śı y sólo śı
1

|φ|
> 1.

AR(2) Considérese ahora la ecuación homogénea de segundo orden

(1− φ1B − φ2B
2)xt = 0.

Las ráıces de la ecuación caracteŕıstica

1− φ1B − φ2B
2 = 0,

son

Bi = −φ1 ±
√
φ2
1 + 4φ2

2φ2

, i = 1, 2.

la condición para que el proceso sea estacionario es que

|B1| =

∣∣∣∣∣φ1 +
√
φ2
1 + 4φ2

−2φ2

∣∣∣∣∣ > 1, |B2| =

∣∣∣∣∣φ1 −
√
φ2
1 + 4φ2

−2φ2

∣∣∣∣∣ > 1.

Si φ2
1 + 4φ2 > 0 las ráıces son reales y el módulo es el valor absoluto;

si φ2
1 + 4φ2 < 0 las ráıces son complejas conjugadas B1, B2 = a ± bi,

(a, b ∈ R).

AR(k) Un polinomio homogéneo de orden k se puede escribir como

(1−G1B)(1−G2B) . . . (1−GkB)xt = 0,

donde las ráıces Gi, i = 1, . . . , k son distintas, la solución de la ecuación
es de la forma

xt = A1G
t
1 + · · ·+ AkG

t
k,
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donde Ai, i = 1, . . . , k son constantes que dependen de las condiciones
iniciales y G−1i , con i = 1, . . . , k son las ráıces de la ecuación carac-
teŕıstica tales que

(1− φ1B − φ2B
2 − · · · − φkBk) = (1−G1B)(1−G2B) . . . (1−GkB)

con lo que se puede observar que para que xt tienda a cero cuando
t → ∞ Gt

i (i = 1, . . . , k) debe tender a cero lo que implica que los
módulos de todas las soluciones deben ser menores que uno.

Teorema B.2.2 Un proceso de medias móviles finito MA(q) es invertible si
y sólo si el módulo de las ráıces unitarias del polinomio de medias móviles
θq(L) está fuera del ćırculo unitario.

La demostración es similar al Teorema B.2.1.
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Apéndice C

Predictor Óptimo

Supóngase que se ha observado una realización de longitud T de una serie
de tiempo {Zt}, se desea preveer el valor de los siguientes k periodos (k > 0),
zT+1, . . . , zT+k.

Se denotará como ẑT (k) al predictor de zt+k obtenido como función de
las T realizaciones observadas, T es llamado origen de la predicción y k ho-
rizonte.

Un predictor lineal es aquel que tiene la froma

ẑT (k) = α1zT + α2zT−1 + · · ·+ αT z1,

donde αi, i = 1, . . . , T son constantes a determinar, el error de predicción
del predictor ẑT (k) se define como

eT (k) = zT+k − ẑT (k).

Lo que se busca es minimizar este error de predicción, si los errores de predic-
ción positivos y negativos son valorados de igual manera (predecir por exceso
o por defecto) entonces, el cŕıterio que se considera es el de minimizar el valor
esperado dado por la función

l(eT+k) = ce2t (k) (C.1)

ó

l(eT+k) = c|et(k)|.
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con c = cte, l(eT+k) es llamada función de pérdida.

La función de pérdida que generalmente es empleada es (C.1), lo que
conlleva al criterio de minimizar el error cuadrático medio de predicción
(ECMP) de zT+k dado que se tienen las observaciones z1, z2, . . . , zT , es decir,
de busca minimizar

ECMP (zT+k|z1, z2, . . . , zT ) = E[(zT+k − ẑT (k))2|z1, z2, . . . , zT ]. (C.2)

la esperanza se toma respecto a la distribución de la v.a. zT+k|z1, z2, . . . , zT .

Se afirma que el predictor que minimiza el error cuadrático medio es la
esperanza de zT+k|z1, z2, . . . , zT .

Demostración

Denotaremos a la esperanza de la distribución condicionada zT+k|z1, z2, . . . , zT
(E[zT+k|z1, z2, . . . , zT ]) como µT+k|T , restando y sumando µT+k|T en (C.2) y
denotando z̄T , a, z1, z2, . . . , zT se tiene

E[(zT+k−ẑT (k))2|z1, z2, . . . , zT ] = E

[(
(zT+k−µT+k|T )+(µT+k|T−ẑT (k))

)2
|z̄T

]
,

desarrollando el cuadrado

E
[
(zT+k−µT+k|T )2+2(zT+k−µT+k|T )(µT+k|T−ẑT (k))+(µT+k|T−ẑT (k)))2|z̄T

]
,

donde

E
[
2(zT+k − µT+k|T )(µT+k|T − ẑT (k))|z̄T

]
= 2(µT+k|T − ẑT (k))E

[
zT+k − µT+k|T |z̄T

]
= 0,

entonces la ecuación C.2 es igual a

ECMP (zT+k|z̄T ) = E[(zT+k − µT+k|T )2|z̄T ] + E[(µT+k|T − ẑT (k))2|z̄T ]

= var(zT+k|z̄T ) + E[(µT+k|T − ẑT (k))2|z̄T ]. (C.3)

Ya que var(zT+k|z̄T ) no depende del predictor ẑT (k) entonces el error
cuadrático medio de predicción se minimizará igualando a cero el segundo
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término de (C.3), es decir E[(µT+k|T − ẑT (k))2|z̄T ] = 0 si µT+k|T = ẑT (k).

Por lo tanto el predictor que minimiza el ECMP de un valor futuro se
obtiene tomando la esperanza condicionada a los datos ya observados.
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